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Kurzfassung

Digitale Bilder, die ein und dasselbe Realweltobjekt abbilden, werden als Duplikate bezeichnet.
Sie können vom Menschen in kürzester Zeit als solche identi�ziert werden, unterscheiden sich
jedoch in binärer Form sehr stark voneinander. Die automatisierte Erkennung dieser Duplikate
anhand von Bildeigenschaften, welche ausschlieÿlich aus den Binärdaten generiert werden, ist
schon seit vielen Jahren Forschungsgegenstand. Jedoch unterstützen aktuelle Deduplikationssys-
teme oftmals nur textuelle Daten im gesamten Matching-Prozess. Die vorliegende Masterarbeit
stellt das Konzept eines Systems vor, welches auf einer verteilten Infrastruktur eine bildbasierte
Deduplikation groÿer Mengen von Bildern ermöglicht. Diese Similar Image Matching Suite, kurz
SIMaSu, wurde zudem prototypisch unter Verwendung der Nachrichten-basierten Middleware
RabbitMQ implementiert. Weiterhin gibt die Arbeit einen Überblick über die aktuell zur Verfü-
gung stehenden Verfahren zur Berechnung von Bildähnlichkeiten. Dazu zählen Perceptual Hash-
Technologien, Feature-basierte Verfahren und ein Mean Square Error -Ansatz. Solche Metriken
stellen den Kern einer bildbasierten Deduplikation dar. Zusätzlich wurde eine Ähnlichkeitsmetrik
konzipiert, welche durch Anwendung der Feature-basierten Technologien SIFT, SURF und ORB
einen Ähnlichkeitswert errechnet. In einer abschlieÿenden Evaluation werden für elf ausgewählte
Implementationen verschiedener Metriken die Laufzeiten evaluiert, die Invarianzen gegen Bild-
transformationen untersucht, sowie die E�ektivitäten verglichen. Durch diesen fairen Vergleich
werden Entscheidungshilfen für oder gegen die Verwendung einer bestimmten Metrik, sowie der
Wahl eines e�ektiven Grenzwertes zur Klassi�kation eines Bildpaares geboten.

Abstract

Digital images that refer to one and the same real-world object are called duplicates. They can
be identi�ed as such by humans very quickly, but they are very di�erent in binary form. The
automated detection of these duplicates based on image properties, which are generated exclu-
sively from the binary data, has been the subject of research for many years. However, current
deduplication systems often only support textual data throughout the matching process. This
Master's thesis presents the concept of a system that enables image-based deduplication of large
quantities of images on a distributed infrastructure. This Similar Image Matching Suite, short
SIMaSu, was also prototypically implemented using the message broker RabbitMQ. Furthermore,
the paper gives an overview of the currently available methods for the calculation of image simi-
larities. These include perceptual hash technologies, feature-based methods, and a mean square
error approach. Such metrics represent the core of an image-based deduplication. In addition, a
similarity metric has been designed which calculates a similarity value by using the feature-based
technologies SIFT, SURF, and ORB. In a �nal evaluation, the runtimes are evaluated for eleven
selected implementations of di�erent metrics, the invariants against image transformations are
examined and the e�ciencies are compared. This fair comparison provides decision support for or
against the use of a particular metric, as well as the choice of an e�ective threshold for classifying
a pair of images.





Inhaltsverzeichnis

Inhaltsverzeichnis

Abbildungsverzeichnis 7

Abkürzungsverzeichnis 8

1. Einleitung 9
1.1. Motivation . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 9
1.2. Zielsetzung und Abgrenzung . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 10
1.3. Aufbau der Arbeit . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 11

2. Grundlagen 13

3. Problemanalyse 17
3.1. Anwendungsfall . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17
3.2. Unterscheidungsmerkmale von Bildern . . . . . . . . . . . . . . . . . . . . . . . . 20
3.3. Ähnlichkeitsmetriken . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24
3.4. Komplexität . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24

4. Stand der Forschung und Technik 25
4.1. Deduplikationssysteme . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25
4.2. Perceptual Hash-Verfahren . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26

4.2.1. Average Hash . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
4.2.2. Distance Hash . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
4.2.3. Perceptive Hash . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
4.2.4. Resize Pixel Compare . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28

4.3. Feature-basierte Verfahren . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28
4.3.1. Scale-invariant feature transform (SIFT) . . . . . . . . . . . . . . . . . . . 29
4.3.2. Speeded Up Robust Features (SURF) . . . . . . . . . . . . . . . . . . . . 30
4.3.3. Oriented FAST and rotated BRIEF (ORB) . . . . . . . . . . . . . . . . . 31

4.4. Mittlere quadratische Abweichung . . . . . . . . . . . . . . . . . . . . . . . . . . 31
4.5. Evaluationen . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32
4.6. Übersicht . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32

5. SIMaSu - Similar Image Matching Suite 34
5.1. Anforderungen . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
5.2. Architekturkonzept . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
5.3. Feature-basierte Ähnlichkeitsmetrik . . . . . . . . . . . . . . . . . . . . . . . . . . 37

5.3.1. Die ideale Ähnlichkeitsmetrik . . . . . . . . . . . . . . . . . . . . . . . . . 37
5.3.2. Konzeption . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 38
5.3.3. Diskussion der Parallelisierbarkeit . . . . . . . . . . . . . . . . . . . . . . . 44

6. Prototypische Implementation 45
6.1. Technologieauswahl . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45
6.2. Implementierung . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 46
6.3. Prototyp der Feature-basierten Ähnlichkeitsmetrik . . . . . . . . . . . . . . . . . 48

7. Evaluationen 51
7.1. Laufzeiten . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52

21. Dezember 2017 5



Inhaltsverzeichnis

7.2. Invarianz-Experiment . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55
7.3. E�ektivität . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 60

8. Zusammenfassung und Ausblick 64

A. Anhang 70
A.1. CD . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 70
A.2. Diagramme . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 71

21. Dezember 2017 6



Abbildungsverzeichnis

Abbildungsverzeichnis

1. Drei Fotogra�en einer Stadt am Fluss aus ähnlichen Blickwinkeln [31] . . . . . . 9
2. Darstellung der Farbwerte eines Pixels im RGB-Farbraum anhand eines Beispiel-

bildes aus [31] . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 13
3. Beispielhafte Bilder einer Kreuzfahrt-Entität [1�4, 31] . . . . . . . . . . . . . . . 18
4. Überblick der Verfahren zur Bildähnlichkeitsermittlung . . . . . . . . . . . . . . . 25
5. Beispielhafte Visualisierung eines Matchings mit SIFT-Desktiptoren [17] . . . . . 30
6. Systemkonzept des SIMaSu-Systems . . . . . . . . . . . . . . . . . . . . . . . . . 35
7. Fotogra�en einer Landschaft aus zwei verschiedenen Perspektiven [31] . . . . . . 39
8. In Graustufen transformierte Bilder der Landschaft (vgl. [31]) . . . . . . . . . . . 39
9. Farbige Markierungen der Keypoints nach erfolgter Keypoint-Detektion (vgl. [31]) 40
10. Farbige Linien zwischen den Features zur Markierung der Tre�er (vgl. [31]) . . . 40
11. Durch den Ratio-Test reduzierte Tre�er (vgl. [31]) . . . . . . . . . . . . . . . . . 42
12. Übersicht der Ähnlichkeitsmetrik als Daten�ussdiagramm . . . . . . . . . . . . . 43
13. Architekturskizze des SIMaSu-Systems . . . . . . . . . . . . . . . . . . . . . . . . 46
14. Übersicht der durchgeführten Evaluationen mit zugehörigen Fragestellungen . . . 51
15. Ergebnisse der Laufzeitmessung (in Sekunden) mit Standardabweichung . . . . . 54
16. Originalbilder des Invarianz-Experiments . . . . . . . . . . . . . . . . . . . . . . . 55
17. Ähnlichkeitswerte der Metrik Jenssegers pHash für Rotationen . . . . . . . . . . 56
18. Ähnlichkeitswerte der Feature-basierten Metrik ORB für Rotationen . . . . . . . 57
19. Ähnlichkeitswerte der Feature-basierten Metrik SIFT für Rotationen . . . . . . . 58
20. Beispiel für E�ektivitätsmaÿe einer idealen Metrik . . . . . . . . . . . . . . . . . 60
21. E�ektivitätsmaÿe der Metrik Imagick compareImages (ICI) im Intervall [0, 0.1] . 61
22. E�ektivitätsmaÿe der Feature-basierten Metrik SIFT mit Bruteforce-Matching (SIB) 62
23. E�ektivitätsmaÿe der ResizePixelCompare-Metrik (RPC) . . . . . . . . . . . . . . 71
24. E�ektivitätsmaÿe der pHash-Metrik der Anwendung ImageMagick (ICP) . . . . . 71
25. E�ektivitätsmaÿe der pHash-Metrik von Jenssegers (JPH) . . . . . . . . . . . . . 72
26. E�ektivitätsmaÿe der aHash-Metrik von Jenssegers (JAH) . . . . . . . . . . . . . 72
27. E�ektivitätsmaÿe der dHash-Metrik von Jenssegers (JDH) . . . . . . . . . . . . . 73
28. E�ektivitätsmaÿe der Feature-basierten Metrik SIFT mit FLANN-Matching (SIF) 73
29. E�ektivitätsmaÿe der Feature-basierten Metrik SURF mit FLANN-Matching (SUF) 74
30. E�ektivitätsmaÿe der Feature-basierten Metrik SURF mit Bruteforce-Matching

(SUB) . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 74
31. E�ektivitätsmaÿe der Feature-basierten Metrik ORB . . . . . . . . . . . . . . . . 75

21. Dezember 2017 7



Abbildungsverzeichnis

Abkürzungsverzeichnis

ASIFT A�ne-SIFT

BRIEF Binary Robust Independent Elementary Features

CBIR Content Based Image Retrieval

DL Deep Learning

DoG Di�erence of Gaussians

FAST Features from accelerated segment test

FLANN Fast Approximate Nearest Neighbor Search

FN False Negative

FP False Positive

JRE Java Runtime Enviroment

ML Machine Learning

MSE Mean Square Error

ORB Oriented FAST and rotated BRIEF

px Pixel

SIFT Scale-invariant feature transform

SURF Speeded Up Robust Features

TN True Negative

TP True Positive

URL Uniform Resource Locator

VF-SIFT Very Fast SIFT Feature Matching

21. Dezember 2017 8



1 Einleitung

1. Einleitung

[Die] Bildanalyse [...] gilt aber nach wie vor als Königsdisziplin der modernen Compu-
terwissenschaft. [23]

1.1. Motivation

Unstrukturierte Daten, wie Texte, Dokumente, Bilder oder Videos, machen nach wie vor die
Mehrheit der im Web und Unternehmen vorhandenen Daten aus und wachsen deutlich schneller
als strukturierte Daten (vgl. [14]). Laut einer in 2011 verö�entlichten IDC-Studie [20] wird im
nächsten Jahrzehnt der Anteil an produzierten unstrukturierten Daten 90 Prozent ausmachen.
Gerade deshalb spielen diese für den Big Data-Bereich eine enorme Rolle, da darin technologische
Möglichkeiten geboten werden, um unter anderem sehr groÿe Datenmengen zu verarbeiten und
zu analysieren. Im gleichen Kontext wird oftmals die Untersuchung und Informationsbescha�ung
aus Texten betrachtet. Damit verglichen macht die Extraktion und Analyse von Informationen
aus Bildern und Videos nur einen geringen Teil aktueller Forschungen aus (vgl. [23]). Ähnliches ist
bei der Deduplikation von Entitäten wahrzunehmen, welche einen wesentlichen und schwierigen
Bestandteil der Datenintegration und -bereinigung darstellt. Aktuelle Frameworks aus dieser
Domäne bieten eine umfangreiche Unterstützung von textuellen Daten. Multimediale Entitäten
werden jedoch in den seltensten Fällen unterstützt.

Digitale Bilder, die ein und dasselbe Realweltobjekt abbilden, werden als Duplikate bezeichnet.
Sie können vom Menschen in kürzester Zeit als solche identi�ziert werden, unterscheiden sich
jedoch in vielen Fällen in binärer Form sehr stark voneinander. Bildduplikate entstehen beispiels-
weise durch digitale Änderungen an einem Originalbild. Das können Rotationen, Beschneidungen,
Anpassungen von Helligkeits- und Farbwerten, das Hinzufügen von Änderungen, wie Wasserzei-
chen oder das Retuschieren von Bildbereichen, sowie die mehrfache Aufnahme zu unterschiedli-
chen Zeitpunkten bzw. aus verschiedenen Perspektiven sein. Abbildung 1 zeigt beispielhaft drei
Fotogra�en einer Stadt, welche durch diese De�nition als Duplikate interpretiert werden.

Abbildung 1: Drei Fotogra�en einer Stadt am Fluss aus ähnlichen Blickwinkeln [31]

Unternehmen, die eine Vielzahl an Bildern zu ihren Datenbeständen zählen und Teilmengen
davon ihren Kunden zur Verfügung stellen, wollen das diese gewissen Qualitätsansprüchen genü-
gen. Ein Anspruch kann sein, dass Bilder nicht mehrfach vorkommen dürfen. Ein manuelles
Aussortieren von Duplikaten bedeutet, schon bei Datenmengen in Gröÿenordnungen von mehreren
tausend Bildern, einen enormen Aufwand. Die Anwendung von geeigneten automatisierten Verfah-
ren ist für die Selektion dieser Bilder unabdingbar.
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1 Einleitung

Ein Anwendungsfall für einen solche automatisierte Suche nach Duplikaten (auch als Image-
Matching bezeichnet) ist die Bereinigung einer Bilddatenbank, die nach einem Integrations-
schritt aus mehreren Quellen entstanden ist. Als Beispiel kann ein Unternehmen betrachtet
werden, welches als Anbieter von Stadtrundgängen fungiert. Dieses bezieht aus verschiedenen
Online-Quellen Bilder von Sehenswürdigkeiten der angebotenen Städte. Die Wahrscheinlichkeit
ist hoch, dass nach deren Zusammenführung ungewollte Duplikate existieren, welche automa-
tisiert ermittelt und entfernt werden müssen. Auch die Suche nach Verstöÿen gegen das Urhe-
berrecht (z. B. durch nicht erlaubtes Duplizieren und Modi�zieren eines geschützten Bildes)
oder das Finden von alternativen Versionen von gegebenen Bildern, können als Anwendungsfall
angesehen werden. Rosebrock verwendet einen entsprechenden Automatismus beispielsweise zur
Detektion von pornogra�schen Material auf einer Dating-Plattform [50]. Bevor bei dem Anbieter
der Webseite ein automatisiertes Verfahren eingesetzt wurde, waren Mitarbeiter ganztägig damit
beschäftigt, Pro�lbilder der Kunden anzuschauen und pornogra�sche Abbildungen händisch zu
blockieren. Dies verursachte Kosten von mehreren tausend Euro im Monat. Auch die Bilder-
suche von Google [21] nutzt bestimmte Image-Matching-Verfahren zum Au�nden von Bildern,
die einem vom Nutzer vorgegebenen Bild ähneln.

Zur Erkennung von Duplikaten werden verschiedene, sich in Komplexität und Methodik unter-
scheidende, Verfahren verwendet. Sie entsprechen im Allgemeinen einer Metrik, deren resultie-
render Ähnlichkeitswert Aufschluss über die inhaltliche Übereinstimmung zweier Bilder gibt.
Solche Verfahren sind beispielsweise Algorithmen zur Detektion interessanter Bildbereiche, soge-
nannter Features, oder die Berechnung eines digitalen Fingerabdrucks aus den Bildeigenschaften.
Durch einen anschlieÿenden Vergleich der ermittelten Werte wird das Ähnlichkeitsmaÿ berechnet.
Je nach Anwendungsfall unterscheidet sich die Eignung spezi�scher Verfahren und Systeme, die
diese implementieren, deutlich. Deren E�ektivität kann beispielsweise durch Einsatz eines Test-
datensatzes ermittelt werden, welcher sowohl Duplikate, als auch sich unterscheidende Bilder
enthält. Ein Qualitätsanspruch für ein solches System ist die korrekte Identi�kation möglichst
vieler Duplikate. Dabei wird eine Annäherung an die relevante Menge von semantisch äquiva-
lenter Bilder angestrebt.

Neben der E�ektivität spielt auch die Laufzeit der gesamten Deduplizierung eine Rolle. Da bei
einem naiven Ansatz alle Bilder eines Datensatzes mit allen verglichen werden müssen, erhöht
sich der Zeitaufwand quadratisch bei linearem Wachstum der Bildmenge. Geeignete Verfahren
zur Reduktion der Vergleichspaare sowie zur parallelen Ausführung einzelner Teilprozesse auf
mehreren Systemen sind zur Bewältigung groÿer Datensätze notwendig.

1.2. Zielsetzung und Abgrenzung

Ziel dieser Masterarbeit ist es, einen Überblick über die aktuell zur Verfügung stehenden Verfahren
zur Berechnung von Bildähnlichkeiten, sowie Systeme und Bibliotheken, die diese Verfahren
implementieren, zu erstellen. Diese werden dabei hinsichtlich des jeweiligen Funktionsumfangs
und der zugrundeliegenden Technologien analysiert. Weiterhin wird auch ein grundsätzliches
Verständnis der jeweiligen zugrundeliegenden Algorithmen verfolgt. Eigenschaften, wie Kon�-
gurierbarkeit des Systems und Eignung für eine verteilte Ausführung auf mehreren Maschinen,
werden zusätzlich erfasst. Durch Evaluationen der einzelnen Systeme wird deren Robustheit
gegenüber Bildmanipulationen untersucht, die durchschnittliche Laufzeit für verschiedene Bild-
gröÿen gemessen sowie deren E�ektivität für einen ausgewählten Datensatz ermittelt.
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1 Einleitung

Aus den erlangten Kenntnissen wird im Anschluss ein System konzipiert, mit dem eine bildba-
sierte Deduplikation durchgeführt werden kann. Die vorab ermittelten Ansätze zur Berechnung
der Bildähnlichkeiten werden an dieses System angebunden. Dabei wird deren Kombination zur
Verbesserung des Ergebnisses ermöglicht. Weiterhin wird groÿen Wert auf die Skalierbarkeit
des Systems gelegt, damit auch sehr groÿe Datenmengen mit möglichst geringem Zeitaufwand
verarbeitet werden können. Zusammengefasst soll das System eine Menge an Bildern entgegen-
nehmen, diese verteilt verarbeiten und gefundene Bildduplikate gruppiert als Ergebnis zurück-
geben. Weiterhin soll eine prototypische Implementierung des Systems erfolgen, welche primär
die Durchführung der Evaluationen ermöglicht.

Die Algorithmen, welche lokale Features aus Bildern extrahieren, wurden primär zur Erken-
nung von Objekten entwickelt. Deren Funktionsweise kann jedoch auch genutzt werden, um eine
Aussage zur inhaltlichen Übereinstimmung zweier Bilder zu liefern. Aus diesem Grund soll eine
Ähnlichkeitsmetrik konzipiert werden, um aus den übereinstimmenden Features zweier Bilder
einen Wert zu ermitteln, welcher Aufschluss über die semantische Ähnlichkeit der Abbildungen
gibt. Diese Metrik soll prototypisch umgesetzt und an das oben genannte System angebunden
werden.

Innerhalb dieser Masterarbeit wird kein neues Verfahren zur Berechnung von Bildähnlichkeiten
entwickelt, sondern ausschlieÿlich auf vorhandene Technologien zurückgegri�en. Weiterhin wird
von einer theoretischen Erläuterung der zugrundeliegenden Algorithmen sowie deren detaillierten
Abläufen gröÿtenteils abgesehen. Es soll lediglich ein Grundverständnis des jeweiligen Prinzips
dargelegt werden. Wenn eine detailliertere Erläuterung in der Literatur zur Verfügung steht, wird
auf diese verwiesen. Weiterhin wird von der Verwendung von Technologien aus den Bereichen
Machine Learning (ML) und Deep Learning (DL) abgesehen, da diese spezielle Anforderungen
an die Hardware besitzen und zudem einen hinreichend groÿen Trainingsdatensatz als Grundlage
für deren Funktionsfähigkeit benötigen.

Als Bilder werden in der gesamten Arbeit ausschlieÿlich digitale Fotogra�en betrachtet. Vektor-
gra�ken, Piktogramme, gescannte Dokumente und andere Arten von Gra�ken, die in diesen
Bereich fallen, werden bei den Tests und Evaluationen nicht analysiert. Ebenfalls wird die Erken-
nung von Gesichtern und Objekten nicht betrachtet.

1.3. Aufbau der Arbeit

Insgesamt besteht diese Masterarbeit aus acht Kapiteln, Einleitung und Zusammenfassung einge-
schlossen. In Kapitel 2 wird zu Beginn auf grundlegende Begri�ichkeiten, wie das digitale Bild,
Deduplikation und E�ektivität, eingegangen. Anschlieÿend wird im 3. Kapitel eine umfangreiche
Problemanalyse aufgeführt, welche einen thematischen Einstieg bildet. Darin wird unter anderem
ein Anwendungsfall beleuchtet, welcher grundsätzliche Problematiken bei der Deduplikation von
Bildern aufzeigt. Weiterhin wird eine Vielzahl von Eigenschaften aufgeführt, anhand derer sich
digitale Bilder unterscheiden können.

Im weiteren Verlauf der Arbeit wird der aktuelle Stand der Forschung und Technik, bezogen
auf die hier betrachteten Themengebiete erläutert (Kapitel 4). Hauptbestandteil ist ein Über-
blick über bestehende Verfahren zur Ermittlung der Ähnlichkeit zweier Bilder. Mit einer Selek-
tion von Implementationen, welche innerhalb dieser Arbeit evaluiert werden, wird dieses Kapitel
abgeschlossen.
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1 Einleitung

Im Kapitel 5 wird die Konzeption einer skalierbaren Anwendung zur bildbasierten Deduplikation
beschrieben. Das Design einer Feature-basierten Ähnlichkeitsmetrik wird anhand schrittweiser
Erläuterungen ebenfalls darin aufgeführt. Die prototypische Implementation beider Entwürfe
erfolgt im anschlieÿenden Kapitel.

Drei umfangreiche Evaluationen sind Bestandteil des 7. Kapitels. Darin werden Laufzeiten, E�ek-
tivität und Invarianz gegen Bildmanipulationen für ausgewählte Ähnlichkeitsmetriken ermittelt
und diskutiert. Den letzten Teil der Masterthesis bildet eine Zusammenfassung mit abschlie-
ÿendem Ausblick.
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2 Grundlagen

2. Grundlagen

In diesem Kapitel werden die grundlegenden Begri�ichkeiten digitales Bild, Duplikat, Dedupli-
kation und E�ektivität de�niert. Sie dienen dem Grundverständnis dieser Arbeit.

Das digitale Bild In dem Buch Computer Vision de�niert Priese formal ein digitales Bild als
eine Abbildung von einem Ortsbereich in einen Wertebereich, für die zu jedem Ortswert genau
ein Wert existiert (vgl. [48, S. 62�]). Im Lexikon des Spektrum Verlages [61] ist ein digitales Bild
als geordnetes Schema diskreter Intensitätswerte1 de�niert. Ein einzelnes Element des digitalen
Bildes ist in der Regel ein rechteckiges Pixel. Innerhalb eines Bildes sind die Pixel in senkrechten
Spalten und waagerechten Zeilen in einem Raster angeordnet. Ein Pixel ist neben seiner Position
im Raster durch einen diskreten Intensitätswert I de�niert, welcher den Mittelwert der Hellig-
keiten für die Fläche des jeweiligen Pixels abbildet. Bei einem farbigen Bild im RGB-Farbraum
mit einer Farbtiefe von 8 Bit ist der Intensitätswert ein dreidimensionaler Vektor, wobei stan-
dardmäÿig jede Dimension den entsprechenden Farbwert für Rot, Grün und Blau als Binärwort
der Länge 8 darstellt. Der Farbwert wird in der Literatur oft als Dezimalwert angegeben. Abbil-
dung 2 verdeutlicht die einzelnen Bestandteile anhand eines Beispielbildes. (Vgl. [47, 61])

5x5 Pixel

Rot: 84
Grün: 122
Blau: 81

Pixel

Abbildung 2: Darstellung der Farbwerte eines Pixels im RGB-Farbraum anhand eines Beispiel-
bildes aus [31]

Innerhalb dieser Masterarbeit wird der Begri� Bild stellvertretend für ein zweidimensionales,
digitales und farbiges Rasterbild im RGB-Farbraum verwendet.

Duplikat Ob zwei Bilder als ähnlich gelten, ist eine subjektive Wahrnehmung und hängt vom
jeweiligen Betrachter oder Anwendungsfall ab. Neben dem Begri� Ähnlichkeit (engl. similarity)
gilt dies auch für verwandte Begri�e, wie Gleichheit (engl. equality) oder Duplikat (engl. dupli-
cate). Die Begri�e werden vom Menschen unterschiedlich interpretiert. Werden beispielsweise
zwei Fotogra�en desselben Gebäudes aus verschiedenen Perspektiven für einige Personen als
gleich oder ähnlich klassi�ziert, sind diese jedoch für andere zwei verschiedene Bilder. Analog
dazu kann die Interpretation auch von einem Anwendungsfall abhängen. Für das in der Einlei-
tung beschriebene Szenario der Detektion von unrechtmäÿigen pornogra�schen Material, gelten
zwei Bilder von unterschiedlichen nackten Personen als ähnlich, da diese in diesem speziellen Fall
herausge�ltert werden sollen. Im Gegensatz dazu steht das ebenfalls in der Einleitung erwähnte
Beispiel der Suche nach Verstöÿen gegen das Urheberrecht. Sollen unrechtmäÿige Kopien einer
Aktfotogra�e gefunden werden, dürfen die zwei Bilder von unterschiedlichen, nackten Personen

1Ein Intensitätswert beschreibt die Helligkeit eines einzelnen Bildpunktes in einem festgelegten Wertebereich.
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nicht als Duplikat identi�ziert werden. Ausschlieÿlich eine digital veränderte Version der Aktfoto-
gra�e oder die Fotogra�e selbst gelten als ähnlich, gleich oder werden als Duplikat eingestuft.

Im Kontext dieser Masterarbeit sind zwei Bilder Duplikate, wenn sie eine digitale Repräsentation
desselben Realwelt-Objekts sind. Unterscheiden sich beide Bilder in deren Perspektive, Gröÿe
oder wurden digital manipuliert, gelten sie trotzdem als Duplikat.

Deduplikation Das Au�nden von Duplikaten ist Bestandteil des Entity-Matching-Problems,
welches von Köpcke und Rahm in [37] wie folgt de�niert wird:

Seien zwei Mengen an Entitäten A ∈ SA und B ∈ SB eines bestimmten semantischen
Typs der Datenquellen SA und SB gegeben, bezeichnet das Entity-Matching-Problem
die Identi�kation aller Korrespondenzen zwischen den in A × B enthaltenen Enti-
täten, welche dieselben Realwelt-Objekte repräsentieren. Die De�nition beinhaltet
den speziellen Fall, Paare äquivalenter Entitäten einer einzigen Quelle (A = B,SA =
SB) zu �nden. Das Ergebnis wird typischerweise durch eine Menge von Korrespon-
denzen (Mapping) oder Cluster repräsentiert. Eine Korrespondenz c = (ei, ej , s)
verbindet zwei Entitäten ei und ej der Quellen SA und SB. Ein optionaler Ähnlich-
keitswert s ∈ [0, 1] zeigt die Ähnlichkeit oder Stärke der Korrespondenz zwischen
den beiden Objekten. Bei der alternativen Ergebnis-Repräsentation beinhaltet ein
Cluster Entitäten, welche als Repräsentation desselben Realwelt-Objektes angesehen
werden. Idealerweise referenzieren alle Entitäten innerhalb eines Clusters dasselbe
Objekt, und zwei Entitäten von zwei verschiedenen Clustern nie dasselbe Objekt. [37]

Der Prozess des Entity-Matchings wird in der Literatur auch als Entity-Resolution, Object-
Matching, Duplicate-Detection, Reference-Reconciliation, Record-Linkage oder Deduplikation be-
zeichnet und ist ein wesentlicher Bestandteil der Datenintegration und -bereinigung (vgl. [38]).
Handelt es sich bei den Objekten um Bilder und wird der Matching-Prozess ausschlieÿlich anhand
der aus dem Bild extrahierten Informationen durchgeführt, fällt dieser Prozess in den Bereich
des Content Based Image Retrieval (CBIR) (vgl. [34, 56]). Innerhalb dieser Arbeit wird das
Matching zur Erkennung von Duplikaten aus einer Menge von Bildern verwendet. Daher wird
die Bezeichnung bildbasierte Deduplikation als passender Ausdruck für den Matching-Prozess
ausgewählt.

Überträgt man die standardmäÿigen Abfolgen einer allgemeinen Deduplikation, welche beispiels-
weise von Kolb et al. in [36] beschrieben wird, auf die bildbasierte Deduplikation, entsteht folgende
Abfolge von Teilprozessen:

1. Laden der Bilder (bzw. deren Pfade)

2. Anwenden eines Blocking-Ansatzes (optional)

3. Bilden von Vergleichspaaren innerhalb eines Blocking-Clusters

4. Berechnen von n Ähnlichkeitsmaÿen pro Vergleichspaar

5. Prüfen ob sich der Ähnlichkeitswert innerhalb eines Grenzwertes be�ndet (Match-Decision)

6. Bilden der Korrespondenzen oder Cluster
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Der Blocking-Ansatz ist eine Methode, um die Menge der Vergleichspaare und somit die Komple-
xität der Deduplikation zu verringern. Ziel ist es, ähnliche Entitäten in Gruppen bzw. Blöcke
zusammenzufassen, sodass sich mit einer hohen Wahrscheinlichkeit alle Duplikate innerhalb eines
Blocks be�nden. Es wird somit aus einer Menge an Entitäten, eine Menge an Blöcken erzeugt. Bei
einem Standard-Blocking wird intern jede eingehende Entität in eine kompakte Repräsentation
(z. B. ein Bitwort) überführt, welche die Eigenschaften der Entität zusammenfasst. Diese Reprä-
sentation wird als Blocking-Key bezeichnet. Vergleichspaare werden entsprechend nur innerhalb
eines Blocks bzw. mit denselben Blocking-Key gebildet, was den Suchraum einschränkt und somit
die E�zienz erhöht. Die Zuordnung einer Entität zu mehr als einem Block ist dabei auch möglich.
Blocking stellt bei Bild-Entitäten eine enorme Herausforderung dar, da zunächst geeignete Tech-
nologien zur Abbildung eines Bildes auf eine Eigenschaft, die zur Gruppierung genutzt werden
kann, gefunden werden müssen.

E�ektivität Die E�ektivität einer Deduplizierung wird im Allgemeinen hinsichtlich der Maÿe
Precision (P), Recall (R) und F-Measure (F) evaluiert (vgl. [37]). Diese Maÿe werden standard-
mäÿig bei Evaluationen von Information Retrieval -Systemen verwendet. Sie beziehen sich auf
einen vorab festgelegten Goldstandard, welcher durch manuelle Klassi�zierung erstellt werden
muss. Er legt somit die perfekte Ergebnismenge fest, welche in dem hier betrachteten Fall alle
Bildpaare sind, die Duplikate darstellen. Identi�ziert die Deduplizierung ein Vergleichspaar als
Duplikat/Tre�er bzw. nicht Duplikat/kein Tre�er, wird dieses Ergebnis entsprechend einer Wahr-
heitsmatrix (Tabelle 1) klassi�ziert. Die enthaltenen farblichen Markierungen sind relevant für
das nächste Kapitel. Da innerhalb der Literaturquellen ausschlieÿlich die englischen Begri�e
verwendet werden, wird dies auch in dieser Arbeit beibehalten.

Tre�er Kein Tre�er
Relevant True Positive (TP) False Negative (FN)
Nicht relevant False Positive (FP) True Negative (TN)

Tabelle 1: Wahrheitsmatrix

Wurden Duplikate durch den Matching-Prozess korrekt identi�ziert, gelten diese als True Posi-
tives. Ein Duplikat, welches nicht als solches erkannt wurde, bezeichnet man als False Negative.
Wurde für zwei verschiedene Bilder ein Tre�er ermittelt, ist dies ein False Positive. True Nega-
tives sind semantisch verschiedene Bilder, welche auch entsprechend korrekt identi�ziert wurden.
Durch diese De�nition ergeben sich die Berechnungsvorschriften für Precision (P), Recall (R) und
F-Measure (F), welche den Gleichungen 1, 2 und 3 zu entnehmen sind. (Vgl. [37])

P =
‖TP‖

‖TP‖+ ‖FP‖
∈ [0, 1] (1)

R =
‖TP‖

‖TP‖+ ‖FN‖
∈ [0, 1] (2)

F =
2PR

P +R
∈ [0, 1] (3)
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Die Precision gibt somit an, wie viele der ermittelten Duplikate (‖TP‖ + ‖FP‖) auch relevant
sind (‖TP‖). Wie viele relevante Tre�er (‖TP‖) bezogen auf die im Goldstandard de�nierte
Gesamtmenge der relevanten Duplikate (‖TP‖ + ‖FN‖) gefunden wurden, gibt der Recall an.
Das harmonische Mittel von Precision und Recall ist das F-Measure.

Abhängig von der Anzahl der zu untersuchenden Entitäten und der Anzahl der verwendeten
Ähnlichkeitsmetriken ist die Deduplikation ein sehr teurer und zeitaufwändiger Prozess und somit
interessant für Big Data-Anwendungen. Im vorherigen Abschnitt wurde schon der Blocking-
Ansatz beschrieben, welcher die E�zienz durch Verminderung des Suchraums erhöht. Trotzdem
bleibt die Deduplikation ein ressourcenintensiver Prozess und ist somit ein ideales Problem für
eine parallele Ausführung auf verteilten Infrastrukturen. (Vgl. [35])
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3. Problemanalyse

In diesem Kapitel werden die zugrundeliegenden Problemstellungen des in dieser Arbeit betrach-
teten Themas analysiert. Anhand eines Anwendungsfalles (Abschnitt 3.1) wird sowohl ein thema-
tischer Einstieg gescha�en, als auch die Schwierigkeiten beim Matching-Vorgang für zweidi-
mensionale Bilder dargelegt. Ein Überblick möglicher Transformationen und Manipulationen
als Unterscheidungsmerkmale zweier Bilder wird im Abschnitt 3.2 gegeben. Weitere Probleme
beim Prozess der Deduplikation von Bildern werden in den letzten beiden Abschnitten dieses
Kapitels aufgezeigt.

3.1. Anwendungsfall

Der nachfolgend beschriebene Anwendungsfall stellt ein reales Problem eines in Deutschland
ansässigen mittelständischen Unternehmens dar. Dabei wurden Unternehmensname und Branche
�ktiv gewählt. Das beschriebene Deduplikations-Szenario nutzt zum besseren Verständnis der
Problematik nur eine einfache Ähnlichkeitsmetrik.

Die Firma mycruisetrip.eu bietet auf ihrer Onlineplattform Angebote für eine Vielzahl verschie-
dener überregionaler Kreuzfahrten an. Der Kunde wählt auf der Plattform zunächst An- und
Abreisetag sowie die Urlaubsregion aus. Ihm wird daraufhin eine Au�istung der für die Filter-
kriterien passenden Kreuzfahrten angezeigt. Nach Selektion eines Angebots, wird dem Kunden
eine detaillierte Übersicht mit allen Reisedaten sowie der Reiseroute präsentiert. Auÿerdem wird
eine Galerie mit einer Vielzahl an Bildern von dem Kreuzfahrtschi� und dessen Eigenschaften,
wie Zimmerausstattung und Freizeitangeboten, sowie Bilder der angefahrenen Urlaubsorte und
deren Sehenswürdigkeiten, angezeigt.

Die verfügbaren Bilder bezieht das Unternehmen von vier externen Anbietern, die sich auf die
kommerzielle Bereitstellung von Bildmaterial aus dieser Branche spezialisiert haben. Die Datenin-
tegration wird durch Mapping-Tabellen realisiert, welche von den Anbietern zur besseren Zuord-
nung zu einer Kreuzfahrt-Entität zur Verfügung gestellt werden. Alle Bilder werden im �rmen-
eigenen Datacenter gespeichert und sind über eine Uniform Resource Locator (URL) abrufbar.
Zusätzlich wird pro Bild eine Bild-Entität mit Attributen wie URL und Abmessungen inner-
halb einer relationalen Datenbank abgelegt und mit der jeweiligen Kreuzfahrt-Entität verknüpft.
Jede Bild-Entität hat zusätzlich auch ein Attribut nachdem entschieden wird, ob das Bild auf
der Onlineplattform verö�entlicht wird oder nicht. Aufgrund mangelnder Datenqualität einiger
Anbieter werden oftmals auch mehrere identische Bilder mit teilweise unterschiedlichen Maÿen,
Au�ösungen und Orientierungen verteilt. Weiterhin liefert ein Anbieter alle Bilder mit einem
Wasserzeichen am unteren Bildrand zur Identi�kation der Datenquelle aus. Ein anderer Anbieter
bietet wiederum eine hohe Datenqualität und verfügt ausschlieÿlich über digital verbesserte
Bilder mit hoher Au�ösung. Kurz gesagt, weist die Menge aller einer Kreuzfahrt-Entität zugeord-
neten Bilder im Allgemeinen viele Duplikate auf. Verständlicherweise möchte das Unternehmen
auf der Onlineplattform ausschlieÿlich Bilder verö�entlichen, die frei von Duplikaten sind, um
die Benutzererfahrung so positiv wie möglich zu gestalten. Es ist somit notwendig, alle Bild-
Entitäten einer Kreuzfahrt-Entität gegeneinander abzugleichen, um Duplikate zu detektieren
und zu gruppieren. Aus jeder Duplikatgruppe wird im Anschluss automatisiert jeweils ein Bild
zur Verö�entlichung ausgewählt.
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Zur maschinellen Detektion von Duplikaten verwendet das Unternehmen Imagick [25], eine native
PHP-Erweiterung, welche es ermöglicht unter Verwendung der API ImageMagick [29] Bilder zu
erzeugen, zu bearbeiten und miteinander zu vergleichen. Über die darin implementierte Funktio-
nalität compareImages [30] wird aus zwei Eingabebildern ein Ähnlichkeitswert mit einem Werte-
bereich zwischen 0 und 1 berechnet. Dabei entspricht der Wert 0 eine sehr hohe und 1 keine
Ähnlichkeit. Es erfolgt im Anschluss die Klassi�kation der Vergleichs-Paare. Dabei wird über
einen festgelegten Grenzwert entschieden, ob es sich um Duplikate oder semantisch verschiedene
Bilder handelt. Aus den ermittelten Duplikaten wird die transitive Hülle gebildet und somit
logische Gruppen erzeugt.

Abb. 3 zeigt exemplarisch sechs Bilder, die nach dem Integrationsschritt der selben Kreuzfahrt-
Entität zugeordnet wurden. Abbildung 3(a) und 3(b) sind Fotogra�en des Kreuzfahrtschi�es Aida
Stella, welche aus leicht verschiedenen Blickwinkeln mit unterschiedlichen Au�ösungen fotogra-
�ert wurden. Die tatsächlichen Bilddimensionen (Breite x Höhe in Pixel) sind den Bildunter-
schriften zu entnehmen. Weiterhin sind digitale Manipulationen an 3(a) zu erkennen, wenn man
den Himmel im Hintergrund betrachtet. Da es sich um das semantisch gleiche Kreuzfahrtschi�
aus einem leicht verschiedenen Blickwinkel handelt, beurteilen die Mitarbeiter des Produktma-
nagements von mycruisetrip.eu beide Bilder als Duplikate. Abbildung 3(c) ist eine Abbildung
des Schi�es Aida Cara, welches fälschlicherweise zu dieser Kreuzfahrt-Entität referenziert wurde.
Die Bilder 3(d) und 3(e) zeigen eine Kleinstadt, welche ein Aus�ugsziel der Kreuzfahrt darstellt.
Ein weiteres Aus�ugsziel ist der in 3(f) dargestellte Ort, welcher nicht mit der Kleinstadt gleich-
zusetzen ist.

(a) 1000 x 658 [1] (b) 4651 x 2708 [2] (c) 900 x 600 [3]

(d) 2560 x 1920 [31] (e) 2560 x 1920 [31] (f) 360 x 240 [4]

Abbildung 3: Beispielhafte Bilder einer Kreuzfahrt-Entität [1�4, 31]

Zusammenfassend gilt als Anforderung, ausschlieÿlich die Paare {1(a),1(b)} und {1(d),1(e)} als
Duplikate zu identi�zieren. Die Ähnlichkeitswerte für diese beiden Paare sollten sich demnach
deutlich von allen anderen Paaren abgrenzen, damit eine korrekte Klassi�kation vorgenommen
werden kann.

Tabelle 2 zeigt die aus der Berechnung resultierenden Ähnlichkeitswerte innerhalb einer Matrix,
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welche nachfolgend als Ähnlichkeits-Matrix bezeichnet wird. Zur Wiederholung gibt ein kleiner
Wert eine hohe Ähnlichkeit an, wohingegen ein groÿer Wert hohe Unterschiede der Bilder impli-
ziert. Die farbigen Markierungen entsprechen der Zuordnung eines Vergleichspaares zu einer
Kategorie der Wahrheitsmatrix (siehe Kapitel 2). Nach Tabelle 1 sind diese dabei wie folgt zu
interpretieren: True Positives , False Positives und True Negatives .

1(a) 1(b) 1(c) 1(d) 1(e) 1(f)

1(a) 0 0.102 0.076 0.191 0.310 0.152
1(b) - 0 0.210 0.131 0.118 0.229
1(c) - - 0 0.229 0.315 0.172

1(d) - - - 0 0.122 0.208
1(e) - - - - 0 0.246
1(f) - - - - - 0

Tabelle 2: Mit Imagick berechnete Ähnlichkeitsmaÿe (auf 3 Dezimalstellen gerundet) für die in
Abb. 3 dargestellten sechs Bilder. Der zur Klassi�kation verwendete Grenzwert beträgt
0.125.

Man erkennt, dass aus dem Vergleich eines Bildes mit sich selbst immer ein Wert von 0 resul-
tiert. Dieses Verhalten weist auf eine re�exive Eigenschaft des verwendeten Algorithmus der
Imagick -Bibliothek hin. Weiterhin ist die entstandene Ähnlichkeits-Matrix symmetrisch2, was
bedeutet, dass die Reihenfolge der Eingabebilder keine Auswirkungen auf das Ergebnis hat. Zur
besseren Übersicht wurden die redundanten Werte der unteren Dreiecksmatrix weggelassen. Um
die Vergleichsmenge möglichst gering zu halten, werden aufgrund dieser Eigenschaften für alle
nachfolgenden Betrachtungen nur Vergleichspaare herangezogen, die der strikten oberen Drei-
ecksmatrix entsprechen. Einfacher ausgedrückt wird bei zwei Bildern 1(a) und 1(b) keine Metrik
für die Paare {1(a), 1(a)}, {1(b), 1(a)} und {1(b), 1(b)} berechnet. Die Anzahl der Vergleiche
reduziert sich bei n Bildern von n2 auf n

2−n
2 .

Für die in der Anforderung de�nierten Paare {1(a),1(b)} und {1(d),1(e)} wurden Ähnlichkeiten
von 0.102 und 0.122 berechnet. Damit diese als Duplikat eingeordnet werden, wird ein Grenzwert
von 0.125 festgelegt. Alle Vergleichspaare mit einem Ähnlichkeitswert ≤ 0.125 sind somit Dupli-
kate. Die False Positives stellen dabei ein Problem dar, da deren Ähnlichkeitswerte innerhalb des
Grenzwertes liegen und somit fälschlicherweise als Duplikate eingeordnet werden. Die Wahl eines
kleineren Grenzwertes, beispielsweise 0.07 würde die False Positives verhindern. Jedoch werden
die beiden True Positives damit auch zu False Negatives. Wenn die Vermeidung von False Posi-
tives für den hier beschriebenen Anwendungsfall von höherer Relevanz ist, als das Finden von
Duplikaten, müsste sich für einen niedrigeren Grenzwert entschieden werden. Folgende Probleme
können somit zusammenfassend de�niert werden:

Problem 1: False Negatives Der Ähnlichkeitswert einer Metrik lässt sich bei zwei
semantisch äquivalenten Bildern nicht signi�kant von demWert unterscheiden, der für
zwei semantisch verschiedene Bilder erzeugt wird. Dies erschwert die Klassi�kation
und erhöht die Chance auf False Negatives.

2Eine reelle quadratische MatrixA heiÿt symmetrisch, wenn giltA = AT ⇔ aik = aki für alle i, k = 1, 2, ..., n. [7,
S. 180]
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Problem 2: False Positives Der Ähnlichkeitswert einer Metrik lässt sich bei zwei
semantisch verschiedenen Bildern nicht signi�kant von dem Wert unterscheiden, der
für zwei semantisch äquivalente Bilder erzeugt wird. Dies erschwert die Klassi�kation
und erhöht die Chance auf False Positives.

Bezogen auf die Beispielbilder des Anwendungsfalls und die verwendete Metrik besteht Problem 1
nicht. Für die relevanten Bildpaare ergaben sich hinreichend kleine Ähnlichkeitswerte bezogen auf
den Wertebereich [0, 1] der Metrik. Problem 2 ist jedoch deutlich zu vernehmen. Die Bilder des
Paares {1(b), 1(e)} unterscheiden sich sowohl semantisch als auch rein optisch sehr voneinander.
Trotzdem ergab die Berechnung einen Wert von 0.118, welcher sich nicht signi�kant von den
Werten der korrekten Tre�ern abhebt. Diese Problematik kann in Unternehmen mit kritischen
Anwendungsfällen zu zusätzlichen personellen Kosten führen, da die Ergebnisse von Mitarbeitern
kontrolliert werden müssen.

3.2. Unterscheidungsmerkmale von Bildern

Im vorherigen Abschnitt wurde anhand von Beispielbildern (Abb. 3) gezeigt, wie sich Bilder
rein optisch unterscheiden, jedoch das semantisch äquivalente Objekt abbilden können. Im Falle
des Kreuzfahrtschi�es unterschieden sich die Bilder anhand der Perspektive, von der sie aufge-
nommen wurden, sowie von verschiedenen anderen Bildeigenschaften, wie Farbwerte, Sättigung
und Helligkeit. Durch aktuell auf den Markt be�ndliche Bildverarbeitungssoftware (z. B. Photo-
shop von Adobe) ist die Manipulation bzw. Veränderung von Bildern oftmals mit nur sehr wenig
Aufwand möglich. Gerade im kommerziellen Bereich werden Bilder oftmals mit einem Wasser-
zeichen (z. B. ein Firmenlogo) versehen oder entsprechend der jeweiligen Domäne �verbessert�.
Für Systeme und Verfahren, die zwei Bilder anhand ihres Inhaltes als Duplikat einstufen sollen,
stellen solche Transformationen ein groÿes Problem dar. Wie man später innerhalb dieser Arbeit
erkennen kann (siehe Kapitel 7), reichen oft schon kleine Veränderungen eines Bildes, dass dieses
bei Anwendung einfacher Metriken nicht mehr dem Originalbild zugeordnet werden kann. Diese
Problematik zählt zu dem im vorherigen Abschnitt de�nierten Problem 1.

Bezeichnung Beispiel Beschreibung

Aufnahmezeitpunkt Die Aufnahme wurde zu einem
anderen Zeitpunkt erstellt. Dieser
kann in der Vergangenheit oder
Zukunft relativ zum Aufnahmezeit-
punkt des Originalbildes liegen. Das
Beispielbild zeigt eine Aufnahme der
Stadt am Abend. Da eine solche
Transformation nicht ohne erhöhten
Aufwand digital simuliert werden
kann, wird sie innerhalb dieser
Ausarbeitung nicht weiter betrachtet.

Beschneidung Ein Ausschnitt des Originalbildes. Das
Beispielbild zeigt das Originalbild, von
dessen Bildhöhe 40� am unteren Bild-
rand abgeschnitten wurden.
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Bezeichnung Beispiel Beschreibung

Bogenförmige
Deformation

Eine Krümmung des Originalbildes
um einen angegebenen Winkel. Das
Beispielbild wurde mit einem Winkel
von 10°bogenförmig deformiert.

Vertikale
Spiegelung

Eine vertikale Spiegelung des Original-
bildes.

Horizontale
Spiegelung

Eine horizontale Spiegelung des Origi-
nalbildes.

Farbton Eine Veränderung des Farbtones um
einen gegebenen Winkel im Farbrad,
auf dem der gesamte Farbkreis abge-
bildet ist (vgl. [32]). Das Beispiel-
bild entspricht einer Veränderung des
Winkels um -90°.

Fassförmige
Deformation

Die fassförmige Deformation kann
durch die Krümmung der Kameralinse
in Photos entstehen. Sie ist die Umkeh-
rung der kissenförmigen Deformation.
Das Beispielbild zeigt die nachträgliche
Anwendung dieser Transformation.

Gammakorrektur Eine Tonwertkorrektur mit einer
Potenzfunktion der Form A = Eγ

als Korrekturfunktion. Das Beispiel-
bild zeigt eine Gammakorrektur für
γ = 0.6.

Helligkeit Eine Veränderung des Helligkeits-
wertes. Das Maÿ der Änderung wird
standardmäÿig prozentual angegeben,
wobei 100� dem Ursprungswert
entspricht. Das Beispielbild zeigt eine
Erhöhung des Helligkeitswertes auf
160�.
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Bezeichnung Beispiel Beschreibung

Kompression Anwendung eines verlustbehafteten
Kompressionsverfahrens. Das Maÿ der
Kompression wird im Allgemeinen
prozentual zur originalen Datei-
gröÿe angegeben. 100� entsprechen
dem Originalbild und somit keiner
Kompression. Das Beispielbild zeigt
eine JPEG-Kompression auf 5� der
ursprünglichen Bildgröÿe.

Kontrast Eine Veränderung des Bildkontrastes.
Der Kontrast ist ein normierter Inten-
sitätsunterschied zwischen hellen und
dunklen Bildstrukturen. Das Beispiel-
bild zeigt das Originalbild mit einem
einen erhöhten Kontrastwert.

Kissenförmige
Deformation

Die kissenförmige Deformation kann
durch die Krümmung der Kameral-
inse in Photos entstehen. Sie ist die
Umkehrung der fassförmigen Deforma-
tion. Das Beispielbild zeigt die nach-
trägliche Anwendung dieser Transfor-
mation.

Parallelogramm Die Transformation der Bildform
in ein Parallelogramm. Damit kann
beispielsweise eine seitliche Bewe-
gung während der Aufnahme des
Bildes simuliert werden. Das Maÿ der
linearen Verschiebung wird als Winkel
angegeben. Das Beispielbild zeigt eine
Verschiebung um 10°.

Perspektive Die Aufnahme des Objektes aus einer
anderen Perspektive.

Farbsättigung Eine Veränderung der Farbsättigung.
Das Maÿ der Änderung wird standard-
mäÿig prozentual angegeben, wobei
100� dem Ursprungswert entspricht.
Das Beispielbild zeigt eine Erhöhung
des Sättigungswertes auf 160�.
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Bezeichnung Beispiel Beschreibung

Skalierung Die Änderung der Gröÿe des Bildes.
Sie wird als prozentualer Wert ange-
geben, wobei 100� der Originalgröÿe
entsprechen. Das Beispielbild zeigt
eine Skalierung des Originalbildes auf
50�.

Wasserzeichen Die Platzierung eines Wasserzeichens
im Bild.

Weichzeichnung Anwendung eines Weichzeichnen-
Filters, z. B. Gauÿscher Weich-
zeichner. Der Grad der Weichzeich-
nung wird über zwei Werte festgelegt:
Radius r und Standardabweichung
σ. Bei gleichbleibenden Radius und
Erhöhung der Standardabweichung,
vergröÿert sich die Unschärfe des
Bildes. Das Beispielbild zeigt die
Anwendung eines Weichzeichnen-
Filters mit den Werten r = 0 und
σ = 10

Tabelle 3: Au�istung von manuell und digital veränderbaren Eigenschaften anhand derer sich
Duplikate unterscheiden können

Tabelle 3 versucht eine möglichst vollständige Übersicht zu geben, durch welche Eigenschaften
sich Duplikate unterscheiden können. Einige Unterschiede können sowohl natürlich hervorge-
rufen werden, z. B. durch erhöhte Lichteinstrahlung während der Aufnahme, als auch digital
mit einer Bildbearbeitungssoftware. Das Originalbild bezogen auf die in der Tabelle darge-
stellten Beispielbilder ist in Abbildung 3(d) gegeben. Die aufgeführten Eigenschaften werden
aus Gründen des Umfangs dieser Arbeit nicht detailliert beleuchtet. Charles Poynton hat in
seinem Color FAQ (http://poynton.ca/ColorFAQ.html) eine sehr Umfangreiche Erläuterung
zu Helligkeit, Kontrast, Sättigung, etc. gesammelt, welche zum besseren Verständnis herange-
zogen werden kann. Die technische Umsetzung der Transformationen, wie beispielsweise Deforma-
tionen und Beschneidungen, wird beispielhaft im digitalen Handbuch der Software ImageMagick
beschrieben, welches unter http://www.imagemagick.org/Usage/ zu �nden ist.

Wird ein Originalbild mit seinen veränderten Versionen verglichen, ist es wünschenswert, dass
das errechnete Maÿ der Ähnlichkeit unverändert bleibt um diese als Duplikat einstufen zu
können. Diese gewollte Eigenschaft wird als Invarianz bezeichnet. Liefert beispielsweise eine
Metrik denselben Wert beim Vergleich eines Originalbildes mit verschiedenen rotierten Versionen
dieses Bildes, ist die Metrik bzw. das angewandte Verfahren rotations-invariant. Eine perfekte
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Ähnlichkeitsmetrik ist invariant gegen alle Unterscheidungsmerkmale aus Tabelle 3. In der Realität
ist dies jedoch nicht immer der Fall bzw. gehört eher zur Seltenheit. Oftmals vergröÿert (bzw.
verkleinert) sich der Ähnlichkeitswert analog zur Quantität der Transformation, z. B. der Winkel
der Rotation. Ist ein Verfahren nicht invariant gegenüber eines Groÿteils an Transformationen,
hat dies starken negativen Ein�uss auf das Ergebnis der Deduplikation und somit auf dessen
E�ektivität. Diese Problematik kann wie folgt zusammengefasst werden:

Problem 3: Transformationen Ähnlichkeitsmetriken sind nicht invariant gegen-
über bestimmter Bildtransformationen.

Es stellt sich die Frage, welches Verfahren oder System gegenüber welcher Transformation inva-
riant ist. Eine entsprechende Evaluation dieser Beziehung könnte als Entscheidungshilfe für oder
gegen eine Metrik herangezogen werden. Hat man beispielsweise innerhalb eines Anwendungsfalls
Bilder, die in vielen verschiedenen Skalierungen vorliegen, ist eine skalierungs-invariante Metrik
zur Deduplikation der Bilder deutlich von Vorteil.

3.3. Ähnlichkeitsmetriken

Das Unternehmen des im vorherigen Abschnitt betrachteten Anwendungsfalls hat eine bestehende
Implementierung einer Ähnlichkeitsmetrik zur Deduplikation genutzt. Neben dieser existieren
noch weitere Metriken und deren Implementationen, die jedoch im allgemeinen nicht umfas-
send evaluiert worden sind. Weiterhin �ndet man in aktuellen Forschungen keine Au�istung und
Gegenüberstellung dieser Verfahren, welche als Entscheidungshilfe für eine spezielle Problematik
herangezogen werden kann. In anderen Worten kann das Fehlen dieses Vergleichs Schwierigkeiten
für Unternehmen bereiten, für einen aufkommenden Anwendungsfall eine geeignete Metrik auszu-
wählen.

Problem 4: Vergleich bestehender Metriken In aktuellen Forschungspapieren
ist keine vollständige Gegenüberstellung aktueller Verfahren und Systeme zur inhalts-
basierten Berechnung der Ähnlichkeit für zwei zu vergleichende Bilder zu �nden.

3.4. Komplexität

Eine weitere Problemstellung ist die Skalierbarkeit der Deduplizierung. Da jedes zu untersu-
chende Bild mit allen anderen Bildern verglichen werden muss, steigt die Anzahl der Vergleichs-
paare quadratisch mit der Anzahl der zu untersuchenden Bilder. Das Problem besitzt somit eine
quadratische Komplexität. Sollen beispielsweise eine Millionen Bilder nach Duplikaten untersucht
werden, resultieren daraus rund 500 Milliarden Vergleichspaare. Folgendes Problem kann somit
de�niert werden:

Problem 5: Quadratische Komplexität Die Anzahl der Vergleichspaare steigt
quadratisch mit der Anzahl der zu untersuchenden Bilder.

Um eine solche Menge an Berechnungen zu bewältigen, müssen Strategien zur Reduktion der
Vergleichspaare angewendet werden, sowie die Berechnung der Ähnlichkeit verteilt auf mehreren
Systemen erfolgen. Das Problem besteht nicht nur im Kontext bildbasierten Deduplikation,
sondern allgemein bei der Deduplikation von Entitäten aller Art.
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4. Stand der Forschung und Technik

In den letzten Jahren sind viele Publikationen verö�entlicht und Technologien vorgestellt worden,
die sich mit der Ermittlung von semantisch äquivalenten Entitäten, darunter auch Bilder, beschäf-
tigen. Im Abschnitt 4.1 werden bestehende Deduplikationssysteme aufgeführt und deren fehlende
Betrachtung von Bild-Entitäten verdeutlicht. In den anschlieÿenden drei Abschnitten (4.2 - 4.4)
werden derzeit bestehende Tools und Verfahren zur Ermittlung der Ähnlichkeit zweier Bilder
vorgestellt. Dabei können diese in drei Bereiche unterteilt werden, welche in Abbildung 4 zusam-
menfassend dargestellt sind. Im Abschnitt 4.6 be�ndet sich eine Übersicht der für diese Arbeit
ausgewählten Verfahren und deren Implementationen, die in das später vorgestellte Deduplikati-
onssystem SiMaSu integriert werden. Für diese werden im Kapitel 7 drei Evaluationen durchge-
führt. Verö�entlichungen, die sich mit dem Vergleich dieser ausgewählten Verfahren beschäftigen,
werden im letzten Abschnitt aufgeführt.

Perceptual Hash-Verfahren

 Average Hash
 Distance Hash
 Perceptive Hash
 Resize pixel compare

Feature-basierte Verfahren

Keypoint-Detektion und Deskriptor-
Extraktion

 SIFT
 SURF
 ORB

Deskriptor-Matching

 Euklidische Distanz (SIFT, SURF)
 FLANN-basiert (SIFT, SURF)
 Hamming-Distanz (ORB)

Mittlere quadratische 
Abweichung

Ermittlung der Ähnlichkeit 
zweier Bilder

Abbildung 4: Überblick der Verfahren zur Bildähnlichkeitsermittlung

4.1. Deduplikationssysteme

Deduplikation ist ein Prozess zur Identi�kation von Entitäten, die das selbe individuelle Real-
weltobjekt abbilden. In diesem Bereich wird schon seit vielen Jahren geforscht und es entstanden
verschiedene Systeme die diesen Prozess implementieren, sowie Publikationen, welche sich mit
den einzelnen Schritten dieses Prozesses beschäftigen. Deduplikationssysteme, wie FAMER [53],
Dedoop [35, 36] und SERF [9], um nur einige zu nennen, ermöglichen die Kombination von
verschiedenen Blocking- und Matching-Ansätzen auf zum Teil verteilten Umgebungen zur e�ek-
tiven Durchführung der Matching-Schritte. Dabei wird versucht, Anforderungen wie E�ektivität,
E�zienz, Generalisierbarkeit und geringen manuellen Aufwand zu adressieren.
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Bei den aktuell bestehenden Publikationen zu Deduplikationssystemen werden jedoch ausschlieÿ-
lich textuelle Repräsentationen von Entitäten und deren Beziehungen zueinander betrachtet.
Eine Deduplikation von Entitäten, die als zweidimensionale Bilder repräsentiert sind, wird in
der kommerziellen Software TinEye [58] von dem gleichnamigen Unternehmen aus Canada ange-
boten. Die darin enthaltene Komponente MatchEngine verspricht eine schnelle, skalierte und
genaue Identi�kation von Duplikaten aus einer groÿen Menge an Bildern. Die Komponente soll
invariant gegen Transformationen, wie Skalierung, Cropping, Farbänderungen und Platzierungen
von Wasserzeichen sein. Zur Funktionsweise wird ausschlieÿlich die Erzeugung von Fingerprints
erwähnt, aus deren Vergleich Duplikate erkannt werden können. Das System läuft auf internen
Servern des Unternehmens und kann über eine REST-konforme API angesprochen werden. Da
diese Software Lizenz-p�ichtig ist und auch nach persönlicher Kontaktaufnahme nicht kostenfrei
zu universitären Evaluationszwecken zur Verfügung steht, wird sie in diesem Umfang nicht weiter
betrachtet.

Hauptbestandteil einer Deduplizierung sind Technologien, die eine Berechnung der Ähnlichkeit
zweier Entitäten ermöglichen (vgl. Kapitel 2). An das in dieser Arbeit konzipierte skalierbare
Deduplikationssystem SIMaSu, welches ausführlich in Kapitel 5 erläutert wird, sollen verschie-
dene Ansätze zur Ermittlung der semantischen Ähnlichkeit zweier Bilder angebunden werden.
Die Gesamtheit derzeitig existierender Verfahren kann in drei Kategorien unterteilt werden:
Perceptual Hash-Verfahren, Feature-basierte Verfahren und Mittlere quadratische Abweichung.
Die erste Kategorie verwendet Ansätze, die globale Merkmale des gesamten Bildes extrahieren
und miteinander vergleichen, um so eine Übereinstimmung zu ermitteln. Die Technologien der
zweiten Kategorie extrahieren lokale Merkmale der Bilder und vergleichen diese zum selben
Zweck miteinander. In der letzten Kategorie wird der mittlere quadratische Fehler der Pixel-
Intensitätswerte beider Bilder errechnet. In den nachfolgenden Abschnitten werden die einzelnen
Ansätze der Kategorien näher betrachtet.

4.2. Perceptual Hash-Verfahren

Eine Hash-Funktion h(x) dient zur Abbildung von binären Daten x beliebiger Gröÿe auf einen
Wert mit fester Gröÿe, welcher als Hash-Wert oder Hash bezeichnet wird. Perceptual Hash-
Verfahren besitzen die Eigenschaft, dass aus geringen Änderungen des zugrunde liegenden Bildes
ebenfalls eine geringe bis keine Änderung des Hashes resultiert. Ein solcher Hash wird in der
Literatur auch als Perceptual-Hash oder Fingerprint bezeichnet (vgl. [63]). Kollisionen3 sind
dabei erwünscht. Diese Eigenschaft wird auch als Kontinuität bezeichnet (vgl. [54]) und hebt
das Perceptual Hash-Verfahren von kryptogra�schen Hash-Verfahren ab. Bei letzteren steht die
Kollisionsfreiheit im Vordergrund.

Nach der Erzeugung eines Hashes bzw. Fingerprints je Bild x und y, wird deren Distanz mittels
einer Distanzfunktion d(h(x), h(y)) ermittelt. Eine oft verwendete ist hier die Hamming-Distanz,
welche eine Aussage über die Anzahl der voneinander verschiedenen Bits der Hash-Werte tri�t.
Je geringer die Distanz, desto ähnlicher die Bilder. Soll eine normierte Metrik im Intervall [0, 1]
verwendet werden, kann die Distanz durch die Gröÿe des Hashes dividiert werden.

3Als Kollision werden identische Hash-Werte bezeichnet, die aus unterschiedlichen Datensätzen entstanden sind.
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4.2.1. Average Hash

Der sogenannte Average Hash-Ansatz (auch aHash oder Mean Hash) transformiert den Farbbe-
reich des Eingabebildes in Graustufen und skaliert es auf eine Gröÿe von 8x8 Pixel (px). Jeder
Pixel entspricht einem Bit im somit 64 stelligen Hash-Wert. Ein Bit wird auf 1 gesetzt, wenn der
Farbwert des entsprechenden Pixels gröÿer als der Mittelwert aller Pixel ist. Zur Berechnung der
Distanz beider entstehenden Vektoren kann beispielsweise die Hamming-Distanzfunktion genutzt
werden.

Dieser Algorithmus ist sehr einfach zu implementieren und weist eine kurze Laufzeit auf. Imple-
mentiert wird er in den Bibliotheken ImageHash [26] von J. Buchner, Image::Hash [27] und
ImageHash [28] von J. Segers. In dieser Ausarbeitung wird ausschlieÿlich die zuletzt genannte
Implementierung zur Evaluation verwendet.

4.2.2. Distance Hash

Analog zum Average Hash wird bei dem Distance Hash-Ansatz (auch dHash oder Dynamic Hash)
das Eingabebild in Graustufen transformiert und auf eine Gröÿe von 9x8 px skaliert. Nun wird
jeder Pixel einer Zeile mit dem rechten Nachbar-Pixel verglichen. Ist der Farbwert des linken
Pixels P [x] kleiner als der Farbwert des rechten Pixels P [x + 1], wird ein entsprechendes Bit
im Hash auf 1 gesetzt, andernfalls auf 0. Diese Nachbarschaftsbeziehung betrachtet somit den
Farbverlauf. Da pro 9 Pixel groÿer Zeile 8 Übergänge existieren und das skalierte Bild 8 Zeilen
aufweist, entsteht somit ein 64 Bit groÿer Hash.

Dieses Verfahren kann ebenso ohne Schwierigkeiten implementiert werden und die Berechnung
ist vergleichsweise schnell. Die Bibliotheken ImageHash [26] von J. Buchner, Image::Hash [27],
Gra�ka [22] von Kosinix und ImageHash [28] von J. Segers implementieren dieses Verfahren.
Für die in dieser Arbeit durchgeführten Evaluationen wird ebenfalls ausschlieÿlich die zuletzt
genannte Implementierung verwendet.

4.2.3. Perceptive Hash

Mit Perceptive Hash (auch pHash, Perception Hash oder Perceptual Hash) wird das Eingabe-
bild analog zu den anderen beiden obigen Verfahren in Graustufen transformiert und auf 32x32
px skaliert. Auf dieser Matrix mit Helligkeitswerten wird eine diskrete Kosinustransformation
(DCT) angewendet, um die Frequenzen des Bildes zu extrahieren. Aus der resultierenden Matrix
werden ausschlieÿlich die 8x8 px der linken oberen Ecke betrachtet, welche die tiefen Frequenzen
des Bildes beinhalten. Der Hash wird nun berechnet, indem jeder Pixel-Wert mit dem Mittel-
wert aus allen 64 Pixeln verglichen wird. Ist der Pixel-Wert gröÿer als der Mittelwert, wird das
entsprechende Bit im Hash auf 1 gesetzt, andernfalls auf 0. (Vgl. [63])

Implementiert ist dieses Verfahren in der Anwendung compare der ImageMagick -Plattform, sowie
in den Bibliotheken ImageHash [26] von J. Buchner, Image::Hash [27] und ImageHash [28] von J.
Segers. Zur Evaluation wird das Tool compare und die Bibliothek von J.Segers herangezogen.
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4.2.4. Resize Pixel Compare

Das letzte hier vorgestellte Hash-Verfahren ist eine Entwicklung eines in Deutschland ansässigen
Vergleichsportals und unterliegt dessen Lizenzbestimmungen. Im Gegensatz zu den anderen drei
vorgestellten Methoden werden bei diesem Algorithmus Farbinformationen in die Bildung des
Hashes einbezogen. Das Bild wird zunächst auf 20x20 px skaliert. Für jeden Farbkanal eines Pixels
wird nun die Di�erenz des Farbwertes mit den Farbwert des Pixels an der selben Position des
zu vergleichenden Bildes ermittelt. Ist die Di�erenz pro Farbkanal für alle Kanäle kleiner als ein
vorab festgelegter Grenzwert, wird dieser Pixel als Tre�er gezählt. Die Metrik ist das Verhältnis
der Tre�er zur Gesamtzahl der Pixel, in diesem Fall 400. Es entsteht ein Ähnlichkeitswert im
Intervall [0, 1]. Die Werte der Farbkanäle aller Pixel können in diesem Fall als Fingerprint ange-
sehen werden. Die Distanzfunktion ist die beschriebene Berechnung der Di�erenzen.

4.3. Feature-basierte Verfahren

Eine weitere Klasse von Verfahren zur Ermittlung von Bildähnlichkeiten sind Feature-basierte
Algorithmen. Im Allgemeinen besteht ein solcher Algorithmus aus zwei grundlegenden Schritten:
die Keypoint-Detektion sowie die im Anschluss folgende Deskriptor-Extraktion. Bei der Keypoint-
Detektion werden lokale Operationen auf dem Eingabebild und ggf. skalierten Versionen dieses
Bildes angewandt. Die daraus entstandenen Informationen über strukturelle Eigenschaften des
Bildes dienen zur Detektion interessanter Bereiche, deren Zentren als Keypoints bezeichnet
werden. Diese Keypoints erfordern im Anschluss eine möglichst eindeutige Beschreibung, um in
einen nachfolgenden Bild wiedergefunden zu werden. Diese Beschreibung in Form eines Vektors
wird als Deskriptor bezeichnet. Ein Feature ist somit die Kombination aus Keypoint und zugehö-
rigemDeskriptor. Der Prozess zur Berechnung diesesDeskriptors nennt sichDeskriptor-Extraktion
und bestimmt je nach Funktionsweise die Art und Länge des Vektors.

Wird diese Technologie auf zwei Bilder angewandt, können die jeweiligen Deskriptoren über eine
Distanzfunktion miteinander verglichen werden. Die Features mit der geringsten Distanz werden
zunächst als Tre�er angenommen. Dieser Vorgang wird als Deskriptor-Matching bezeichnet. Um
False Positives aus den Tre�ern zu entfernen, können Filtermechanismen angewandt werden. Der
Ratio-Test [39] von Lowe, das Bidirectional-Matching [55], die RANSAC-Filterung [19] und die
Ermittlung der Homogra�e (vgl. [18]) sind entsprechende Technologien, um nur einige zu nennen.
Über die ge�lterte Menge der Matches kann im Anschluss eine Aussage über die Ähnlichkeit des
Inhaltes beider Bilder getro�en werden.

Nachfolgend werden drei populäre Algorithmen inklusive einer kurzen Erläuterung vorgestellt.
Weiterreichende Details zu den einzelnen Algorithmen können den angegebenen Primärquellen
entnommen werden. Chien et al. haben in [12] einen zusammenfassenden Vergleich herausgear-
beitet, welcher für die hier betrachteten Methoden der Tabelle 4 entnommen werden kann.

Der klassische Anwendungsfall für diese Feature-basierten Verfahren ist die Erkennung eines
semantisch äquivalenten Objektes aus zwei Abbildungen (vgl. [10]). Aufgrund dieser Eigen-
schaften können sie auch allgemein zur Ermittlung der Ähnlichkeit zweier Bilder verwendet
werden. Hua et al. haben beispielsweise in [24] den SIFT-Algoritmus von Lowe zur Berechnung
der Ähnlichkeit für verschieden skalierte Versionen eines Bildes verwendet. Dafür haben sie zwei
einfache Metriken vorgestellt, die auf Grundlage der berechneten Features einen Ähnlichkeits-
wert in einem festgelegten Wertebereich liefern. Innerhalb dieser Arbeit wird ein weiterer Ansatz
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SIFT SURF ORB

Jahr und Publikation 1999 [40] 2006 [8] 2011 [52]
Invariant gegen Skalierung Ja Ja Ja
Invariant gegen Rotation Ja Ja Ja
Länge des Deskriptors 128-dimensional 64-dimensional 256 Bit

Tabelle 4: Vergleich von Image-Features (vgl. [12])

einer Feature-basierten Ähnlichkeitsmetrik vorgestellt, welche neben der SIFT-Technologie auch
für SURF und ORB verwendet werden kann. Sie orientiert sich dabei an den von Piotrowski
in [46] de�nierten Eigenschaften einer idealen Metrik.

4.3.1. SIFT

Eine der ersten umfassenden Arbeiten im Bereich der Feature-Detektion wurde unter dem Titel
Object recognition from local scale-invariant features [40] von David Lowe im Jahre 1999 veröf-
fentlicht. Darin wird ausführlich der SIFT-Algorithmus erläutert. Vom selben Autor erschien
2004 eine darauf aufbauende Publikation unter dem Titel Distinctive image features from scale-
invariant keypoints [39]. Nachfolgend werden die beiden Kern-Funktionalitäten der Technologie
kurz vorgestellt.

Keypoint-Detektion Der SIFT-Algorithmus detektiert rotations- und skaleninvariante Keypo-
ints durch unterschiedlich starke Skalierung des Eingabebildes und dessen Faltung mit einer
Di�erence of Gaussians (DoG)-Funktion4. Ein SIFT-Keypoint ist charakterisiert durch die Posi-
tion im Bild und dessen Ausrichtung bzw. Orientierung.

Deskriptor-Extraktion Zu einem Keypoint wird ein 128-dimensionaler reellwertiger Deskriptor-
Vektor zu dessen eindeutigen Beschreibung berechnet. Dabei werden Nachbarschaftsbeziehungen
der Pixel ermittelt, indem in einem Fenster von 16x16 px um den Keypoint Helligkeitsverläufe
zur Berechnung herangezogen werden.

Laut Lowe enthält ein typisches Bild 2.000 oder mehr Features, welche aus den verschiedenen
abgebildeten Objekten und dem Hintergrund des Bildes resultieren. Seien A und B die zu
vergleichenden Bilder, müssen zunächst die SIFT-Deskriptoren für beide berechnet werden. Die
Mehrdimensionalität des Deskriptors hat einen zeitaufwändigen Matching-Prozess zur Folge. Die
Distanzen zwischen den Deskriptoren von A und B kann man beispielsweise über die euklidische
Distanzfunktion ermitteln (in der Bibliothek OpenCV als Bruteforce bezeichnet) oder die von
Lowe und Muja vorgestellte Sammlung an Algorithmen zur schnellen Nachbarschafts-Suche Fast
Approximate Nearest Neighbor Search (FLANN) [42] verwenden. Für jeden Deskriptor in A wird
die geringste Distanz zu einem Deskriptor in B als Tre�er angesehen.

4Der sogenannte Di�erence of Gaussians (DoG)-Filter (dt. Di�erenz der Mittelwerte) dient zur Extraktion von
Kanten aus einem Originalbild unter Anwendung des Gauÿschen Weichzeichners in zwei unterschiedlichen
Stärken mit anschlieÿender Berechnung deren Di�erenz (vgl. [16]).

21. Dezember 2017 29



4 Stand der Forschung und Technik

Da diese Menge an Tre�ern im Allgemeinen von einigen ungenauen Merkmalen ausgeht, emp�ehlt
sich die Anwendung des von Lowe beschriebenen Ratio-Test [39] zur Aussortierung von uneindeu-
tigen Tre�ern. Das Prinzip des Ratio-Tests ist die Gegenüberstellung der beiden geringsten, von
einem Deskriptor aus A ausgehenden Distanzen d1 und d2. Sind sich die Distanzen sehr ähnlich,
wird angenommen, dass keine eindeutige Zuordnung besteht. Ergebnisse von Lowe zeigen, dass
90� der falschen Tre�er herausge�ltert werden können, wenn man alle Deskriptoren verwirft,
deren Verhältnis d1

d2
gröÿer oder gleich 0.8 beträgt. (Vgl. [12, 39])

Abbildung 5: Beispielhafte Visualisierung eines Matchings mit SIFT-Desktiptoren [17]

Abbildung 5 zeigt dabei eine beispielhafte Visualisierung des Deskriptor-Matchings nach einem
erfolgten Ratio-Test. Features des Buches auf dem linken Bild wurden bei dem korrekten Exem-
plar im rechten Bild gefunden. Zwei als Tre�er identi�zierte Features werden dabei durch eine
farbige Linie gekennzeichnet. Diese Visualisierung ist mit der OpenCV-Bibliothek entstanden.

Da der SIFT-Algorithmus von der University of British Columbia (US) patentiert wurde, fallen
Lizenzgebühren bei der kommerziellen Verwendung dieses Verfahrens an. Innerhalb der Literatur
können Erweiterungen und Adaptionen von SIFT gefunden werden, wie beispielsweise Very Fast
SIFT Feature Matching (VF-SIFT) [5] und A�ne-SIFT (ASIFT) [41]. Jian Wu et al. haben
die verschiedenen SIFT-Varianten innerhalb ihrer 2013 erschienenen Publikation A Comparative
Study of SIFT and its Variants [62] untersucht und miteinander verglichen. Innerhalb dieser
Arbeit wird ausschlieÿlich die populärste Erweiterung namens SURF (siehe Abschnitt 4.3.2)
betrachtet.

4.3.2. SURF

Herbert Bay et al. verö�entlichten 2006 einen als SURF [8] bekannten Algorithmus, welcher
einen zu SIFT alternativen Ansatz zur Detektion von Features verfolgt und auf eine verbesserte
Performanz ausgelegt ist. Er wird im Allgemeinen als schneller und stabiler als SIFT beschrieben.
An Stelle der bei SIFT benutzten Gauÿ-Filter, werden bei SURF Mittelwert�lter verwendet.
Diese können mit konstantem Zeitaufwand durch Hilfe von Integralbildern [59] berechnet werden,
was einen Vorteil hinsichtlich der Laufzeit gegenüber SIFT bietet. Die Ausrichtung eines Merk-
mals und somit die Rotationsinvarianz wird durch Analysen der Farbverläufe im Umkreis eines
Keypoints ermittelt. Zur Beschleunigung des Verfahrens, kann die Ermittlung der Orientierung
optional deaktiviert werden. Der durch die Anwendung von SURF resultierende Deskriptor-
Vektor ist im Vergleich zu SIFT nur 64-dimensional, wodurch ebenfalls die Distanzberechnung
zur Ermittlung von Tre�ern beschleunigt wird. (Vgl. [8, 12])
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4.3.3. ORB

Ein weiterer Ansatz zur Feature-Detektion und Deskriptor-Extraktion ist der 2011 von Ethan
Rublee et al. entwickelte ORB-Algorithmus [52]. Die Abkürzung ORB bedeutet dabei Oriented
FAST and rotated BRIEF. Wie der Name beschreibt, nutzt ORB die Technologie Features from
accelerated segment test (FAST) [51] zur Detektion der Features und eine modi�zierte Version
des Binary Robust Independent Elementary Features (BRIEF)-Verfahrens [11] zur Berechnung
der zugehörigen Deskriptoren.

Keypoint-Detektion Der FAST-Algorithmus prüft jeden Pixel im Bild, ob dieser einen Keypoint
darstellt. Dazu wird ein Kreis um den zu untersuchende Pixel gespannt, welcher einen Umfang
von 16 px aufweist. Diese 16 px werden anhand ihrer Intensitäten untersucht. Erfüllen sie
bestimmte Kriterien, wird der zu untersuchenden Pixel als Keypoint de�niert. Damit eine Inva-
rianz gegen Skalierung erreicht wird, die der FAST-Ansatz standardmäÿig nicht bietet, wird der
FAST-Algorithmus mehrfach auf verschiedene Skalierungen des Eingabebildes angewendet, um
skaleninvariante Features zu bestimmen. Da FAST auch keine Rotationsinvarianz besitzt, wird
zusätzlich ein Verfahren namens Intensity Centroid verwendet, welches ein Intensitätszentrum
der näheren Umgebung des Keypoints ermittelt. Ein vom Keypoint zum Intensitätszentrum
gerichteter Vektor bestimmt die Orientierung des Keypoints. (Vgl. [12, 52])

Deskriptor-Extraktion Der BRIEF-Algorithmus betrachtet anhand eines vorde�nierten Pixel-
Musters Pixel-Paare in der nahen Umgebung des Keypoints, welche zur Erzeugung des Deskrip-
tors verwendet werden. Da BRIEF standardmäÿig keine Orientierung berücksichtigt, wird die
bei der Keypoint-Detektion festgelegte Orientierung verwendet und das Muster dementsprechend
rotiert. Es resultiert ein 256 Bit groÿer Bitvektor, wodurch die Hamming-Distanz zur Berechnung
des Abstandes zweier Deskriptoren verwendet werden kann. (Vgl. [12, 52])

4.4. Mittlere quadratische Abweichung

Ein weiteres Verfahren zur Berechnung der Ähnlichkeit zwischen zwei Bildern ist die Ermittlung
der mittleren quadratischen Abweichung (engl.Mean Square Error (MSE)) der Pixel-Intensitäten
beider Bilder. Die mittlere quadratische Abweichung zweier Bilder g und h berechnet sich nach
Gleichung 4, wobei g(x, y) die Intensität des Pixels der Position (x, y) ist. Eine mittlere quadra-
tische Abweichung von 0 bedeutet die absolute Gleichheit beider Bilder. Ein Wert gröÿer als 0
kennzeichnet die Verschiedenheit der Bilder.

eMSE =
1

MN

M∑
m=1

N∑
n=1

[h(n,m)− g(n,m)]2 (4)

Man muss jedoch beachten, dass ein hoher Wert nicht zwingend Rückschlüsse auf groÿe Unter-
schiede der Bildinhalte schlieÿen lässt. Werden beispielsweise ausschlieÿlich zwei identische Bilder
mit unterschiedlichen Kontrastwerten miteinander verglichen, resultiert daraus ein sehr groÿer
Wert für die Abweichung. Weiterhin können auf diese Weise nur Bilder mit gleichen Dimen-
sionen verglichen werden. Die Software ImageMagick hat dieses Verfahren implementiert. Inner-
halb dieser Arbeit wird die auf der ImageMagick -API aufbauende PHP-Erweiterung Imagick
verwendet, über dessen Funktion compareImages() die mittleren quadratischen Abweichung
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berechnet werden kann. Bei dem Anwendungsfall der Problemanalyse aus Kapitel 3 wurde diese
Implementierung als Ähnlichkeitsmetrik verwendet.

4.5. Evaluationen

In dem 2017 erschienenen Paper Image Matching Using SIFT, SURF, BRIEF and ORB: Perfor-
mance Comparison for Distorted Images [33] evaluieren Karami et al. die Robustheit der Algo-
rithmen SIFT, SURF und ORB gegenüber sechs Arten von Transformationen eines Original-
bildes. Dazu zählen u.a. sechs verschiedene Rotationen, sowie jeweils eine Änderung der Skalie-
rung, der Farbintensität, etc. Es wurde für jede der drei Technologien die Anzahl der gefundenen
Features jeweils für das Originalbild und das deformierte Bild ermittelt. Weiterhin wurden auch
die gefundenen Matches beider Tre�er angegeben, jedoch ohne Beschreibung der verwendeten
Matching-Strategie bzw. der angewandten Filter, um falsche Tre�er zu entfernen. Die Evalua-
tion wurde ausschlieÿlich anhand eines einzelnen Eingabebildes durchgeführt. Als Ergebnis wurde
ORB als schnellster und SIFT als robustester Algorithmus ermittelt.

Der Autor Fred Weinhaus hat in der Onlinequelle Tests Of Perceptual Hash (PHASH) Compare
Metric [60] das Ergebnis seiner Evaluation der pHash-Metrik vorgestellt. Er hat sich dabei auf die
Anwendung compare der ImageMagick -Plattform als Implementation dieser Metrik beschränkt.
In dem Experiment wurde die Robustheit des Algorithmus gegenüber 16 verschiedenen Bild-
transformationen, jeweils mit unterschiedlichen Intensitäten, evaluiert. Zu den Transformationen
zählen neben Helligkeits- und Kontrastanpassungen auch das Platzieren eines Wasserzeichens.
Als Bilddatensatz wurden acht gleichgroÿe Bilder aus der USC SIPI open source image library
verwendet. Das Ergebnis des Experiments zeigt, dass die Implementation der Metrik u.a. inva-
riant gegenüber Skalierungen und Spiegelungen ist. Der Wert 21 wurde als optimaler Grenzwert
für eine Klassi�kation ermittelt. Ebenfalls wurde diese Metrik mit verschiedensten Abwandlungen
in der Masterarbeit Implementation and Benchmarking of Perceptual Image Hash Functions [63]
von Christoph Zauner untersucht.

Neben den genannten Evaluationen existieren noch weitere, die sich mit Untersuchung der
E�ektivität verschiedener Ähnlichkeitsmetriken beschäftigen, sowie die Laufzeit und Invarianz
gegenüber der Anwendung von Bildmanipulationen untersuchen. Dabei fällt auf, dass ein fairer
Vergleich aller hier aufgeführten Technologien untereinander nicht existiert. Die Fairness ist
dabei charakterisiert durch die Verwendung eines umfangreichen Bilddatensatzes zur Evaluation
aller Verfahren innerhalb einer identischen Testumgebung. Weiterhin wird von den innerhalb der
Problembeschreibung ermittelten 20 Bildtransformationen (vgl. Abschnitt 3.2), oftmals nur ein
geringer Teil für Experimente herangezogen. Zudem fehlt auch in vielen Fällen die Untersuchung
der Auswirkung verschiedener Intensitäten einer Transformation.

4.6. Übersicht

In den vorherigen Abschnitten wurden verschiedene Technologien und Metriken als Grundlage
für die Berechnung einer semantischen Ähnlichkeit zweier Bilder erläutert. Ein Überblick dieser
Technologien ist Tabelle 5 zu entnehmen. Neben dem Typ wird zu jedem Verfahren eine Biblio-
thek bzw. Anwendung angegeben, die eine Implementierung dieser Technologie beinhaltet oder
sie ermöglicht. Die Kernfunktionen der Feature-basierten Verfahren SIFT, SURF und ORB
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sind beispielsweise innerhalb der Bibliothek OpenCV implementiert. Die Abbildung überein-
stimmender Features zweier Bilder auf einen Ähnlichkeitswert ist jedoch nicht in der Bibliothek
enthalten. Daher wird im Abschnitt 5.3 eine entsprechende Metrik entworfen und prototypisch
als Java-Anwendung implementiert (siehe Kapitel 6).

Technologie Typ Implementation

pHash Perceptual Hash
ImageMagick [29]
ImageHash [28]

aHash Perceptual Hash ImageHash [28]
dHash Perceptual Hash ImageHash [28]

Resize Pixel Compare Perceptual Hash Imagick [25]
SIFT Feature-basiert OpenCV [43]
SURF Feature-basiert OpenCV [43]
ORB Feature-basiert OpenCV [43]
MSE Mittlere quadratische

Abweichung
Imagick [25]

Tabelle 5: Überblick der Technologien mit ausgewählten Implementierungen
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5. SIMaSu - Similar Image Matching Suite

In diesem Kapitel wird die Similar Image Matching Suite SIMaSu vorgestellt, eine skalierbare
und erweiterbare Anwendung zur Durchführung einer bildbasierten Deduplikation groÿer Mengen
von Bildern. Die Hauptziele dieses Systems sind zum einen, die im Kapitel 4 vorgestellten Techno-
logien der Bildähnlichkeitsberechnung zur Deduplikation zu nutzen, sowie zum anderen, die E�ek-
tivität der Methoden bei sich verändernden Grenzwerten aufzuzeigen und somit eine Entschei-
dungshilfe für die Wahl des Grenzwertes je Methode zu geben. Zudem wurde eine Ähnlichkeits-
metrik integriert, welche die Feature-basierten Verfahren SIFT, SURF und ORB implementiert.
Neben der Skalierbarkeit, ist auch die unkomplizierte Anbindung weiterer Ähnlichkeitsmetriken,
die innerhalb dieser Thesis nicht betrachtet wurden, ein wesentlicher Vorteil des Systems. Mit
SIMaSu ist auÿerdem ein Evaluationssystem entstanden, welches einen fairen Vergleich der ange-
bundenen Ähnlichkeitsmetriken bietet.

Im Abschnitt 5.1 werden zunächst alle Anforderungen an die Anwendung de�niert. Im Anschluss
wird das Architekturkonzept im Abschnitt 5.2 erläutert. Abschlieÿend wird im Abschnitt 5.3
ausführlich die Konzeption einer Feature-basierten Ähnlichkeitsmetrik vorgestellt, welche einen
wesentlichen Bestandteil von SIMaSu darstellt.

5.1. Anforderungen

Der nachfolgenden Au�istung sind alle Anforderungen an das zu entwickelnde System zu entneh-
men. Diese beziehen sich auf die in der Zielsetzung genannten Features.

Eingabedaten Eine beliebige Anzahl von Bildern kann als Eingabedaten
verwendet werden. Bilder werden repräsentiert durch einen
absoluten Pfad oder eine URL.

Metriken Die im Abschnitt 4.6 vorgestellten Verfahren stehen zur
Berechnung der Ähnlichkeit zweier Bilder zur Verfügung.

Feature-basierte Metrik Aus den Technologien SIFT, SURF und ORB soll eine
Ähnlichkeitsmetrik konzipiert werden, welche im System
verwendet werden kann. Sie ist weiterhin als eigenständige
Implementierung verwendbar und erfüllt zudem die Eigen-
schaften der Re�exivität und Symmetrie.

Kon�gurierbarkeit Es besteht die Möglichkeit, die für den Vergleich der Bilder
zu verwendenden Verfahren auszuwählen.

Erweiterbarkeit Die Erweiterung der bestehenden Metriken um weitere
Verfahren ist ohne groÿen Aufwand möglich.

Skalierbarkeit Die Berechnung der Metriken kann auf beliebig vielen
Systemen verteilt erfolgen.

Ausgabe Ähnlichkeitsmatrix Es wird als Ausgabe pro Verfahren einer Ähnlichkeitsma-
trix in einem geeigneten Format (z. B. innerhalb einer rela-
tionalen Datenbank) erzeugt.
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Ausgabe Duplikatgruppen Es werden alle ermittelten Bildduplikate gruppiert in einem
geeigneten Format ausgegeben.

E�ektivitätsanalyse Die E�ektivität (siehe Kapitel 2) einer jeden ausgewählten
Metrik kann nach vorheriger De�nition der erwarteten Dupli-
katgruppen als Precision, Recall und F-Measure für verschie-
dene Grenzwerte ausgegeben werden.

5.2. Architekturkonzept

Die Architekturskizze für die Kernfunktionalitäten des SIMaSu-Systems ist in Abbildung 6 darge-
stellt. Sie zeigt den Daten�uss von den Eingabe-Entitäten bis hin zu den gruppierten Duplikaten
und dient als Grundlage der im Kapitel 6 erläuterten prototypischen Implementierung. Nachfol-
gend werden der Daten�uss sowie die eingezeichneten Komponenten näher erläutert.

SIMaSu

Eingabe

SIMaSu

Duplikat-
gruppen

Blocking
(optional)

Bilden der 
Vergleichs-

paare

Zusammen-
führung

Ausgabe

Verteilung

System I

Berechnung der 
Ähnlichkeit 

System ...

Berechnung der 
Ähnlichkeit

System n

Berechnung der 
Ähnlichkeit 

Bild-Pfade/
URLs

Auswahl der 
Metriken 

und   
Grenzwerte

Match-
Decision

Effektivitäts-
analyse

Ähnlichkeits-
matrizen

Threshold-
Effektivtät-

Tabelle

Deduplikation

Evaluation

Verarbeitung

Abbildung 6: Systemkonzept des SIMaSu-Systems

Die Bilder, für die eine Deduplizierung oder Evaluation erfolgen soll, werden als Liste von Pfad-
bzw. URL-Angaben der Anwendung übergeben. Soll eine Evaluation der E�ektivität einzelner
Metriken erfolgen, muss die Liste manuell nach Duplikaten gruppiert worden sein, damit der
Goldstandard (siehe Kapitel 2) und somit die Grundlage der Analyse de�niert wird. Weiterhin
müssen die zu verwendenden Metriken inklusive eines Grenzwertes für die später statt�ndende
Match-Decision (siehe unten) angegeben werden. Soll ausschlieÿlich die E�ektivität der Metriken
evaluiert werden, ist die Angabe der Grenzwerte nicht nötig. Im nächsten Schritt erfolgt die
Anwendung einer Blocking-Technologie, um Bilder mit einer hohen Tre�erwahrscheinlichkeit zu
einem Block zuzuordnen. Dieser Schritt ist optional und dient ausschlieÿlich der Verbesserung der
Performance durch Reduktion der Vergleichspaare. Zuletzt genannte werden im nächsten Schritt
durch Bildung aller Kombinationen der Bilder erstellt. Be�nden sich in einem Block die Menge
der Bilder A = {a1, a2, ..., am}, ist es neben dem Blocking-Ansatz notwendig, die Anzahl der
Vergleichspaare so gering wie möglich zu halten. Da davon ausgegangen wird, dass Ähnlichkeits-
metriken im Allgemeinen re�exive und symmetrische Eigenschaften aufweisen, werden Bildpaare
{ai, ai}, sowie {ak, ai} verworfen, wenn {ai, ak} schon als Vergleichspaar aufgenommen wurde.
Wie bereits im Anwendungsfall der Problemanalyse erläutert wurde, reduziert sich damit die
Anzahl der Vergleiche bei m Bildern von m2 auf m

2−m
2 .
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Nachdem alle Bildpaare de�niert wurden, werden diese auf eine verteilte Infrastruktur über-
tragen, um parallel berechnet zu werden. Die Aufgabe der Berechnung eines Ähnlichkeitsmaÿes
mit einer Metrik für ein Bildpaar wird dabei zur Vereinfachung als Prozess bezeichnet. Wurden
bei der Eingabe mehrere Metriken de�niert, muss für jedes Bildpaar mit jeder Metrik die Ähnlich-
keit berechnet werden. Die Anzahl der zu verteilenden Prozesse errechnet sich dabei aus dem
Produkt der Anzahl der Vergleichspaare mit der Anzahl der de�nierten Metriken. Da die Anzahl
der Systeme mit hoher Wahrscheinlichkeit kleiner ist als die Anzahl der Prozesse, speichert
die Komponente Verteilung alle Prozesse in einer Warteschlange bis diese verteilt wurden. Die
Systeme, auf denen die Prozesse verteilt werden, sind in der Abbildung als System I, System
II, etc. bezeichnet. Pro System können auch mehrere Berechnungen parallel ausgeführt werden.
Wurde eine Berechnung fertiggestellt, wird dies der Verteilung bestätigt und das Ergebnis an die
Zusammenführung übermittelt. Die nächste Berechnung kann somit erfolgen. Bleibt eine Bestä-
tigung aus, wird der Prozess abermals in die Warteschlange eingefügt, wodurch eine garantierte
Durchführung ermöglicht wird. Das gesamte System skaliert somit linear.

Nachdem die Ergebnisse zusammengeführt wurden, erfolgt dieMatch-Decision. Wurde eine einzel-
ne Metrik festgelegt, wird jeder errechnete Wert gegen den entsprechenden festgelegten Grenzwert
geprüft. Be�ndet sich der Wert innerhalb des Grenzwertes, zählt das Vergleichspaar als Tre�er
(Match). Wurden mehrere Metriken ausgewählt, muss eine Kombination der errechneten Werte
erfolgen. Köpcke und Rahm unterscheiden dabei drei Arten von Kombinationen: Numerisch,
Regelbasiert und Work�ow-basiert (vgl. [37]). Ein numerischer Ansatz kombiniert die Ähnlich-
keitswerte der Enitäts-Paare mit einer numerischen Funktion, z. B. eine gewichtete Summe oder
ein gewichteter Mittelwert der Ähnlichkeitswerte. Anhand des resultierenden numerischen Wertes
kann die Match-Decision erfolgen. Ein Problem ist hierbei die Verschiedenheit der Wertebereiche
der Metriken. Nicht aus jeder Metrik resultieren Werte im Intervall [0, 1] und nicht bei jeder
Metrik spricht ein Wert, der gegen 0 läuft, für groÿe Ähnlichkeit und ein Wert, der gegen 1 läuft,
für Verschiedenheit. Aus diesem Grund ist ein regelbasierter oder Work�ow-basierter Ansatz
geeigneter, da dabei eine logische Kombination von Tre�er-Bedingungen zur Match-Decision
herangezogen wird. Eine könnte sein, dass bei k ausgewählten Metriken mindestens bk2c Tre�er
erzielt werden müssten, damit das Bildpaar global als Tre�er gilt.

Aus der Menge aller ermittelten Duplikate können im Anschluss die Duplikatgruppen, bspw.
durch Bildung der transitiven Hülle, erzeugt und in einer geeigneten Repräsentation (z. B. JSON,
CSV oder XML) ausgegeben werden. Weiterhin besteht die Möglichkeit, die Ähnlichkeitsmatrizen
direkt nach der Zusammenführung der Werte auszugeben, um weitere Evaluationen auszuführen.
Dieser Daten�uss ist in der Architekturskizze mit einer gepunkteten Linie dargestellt. Die in
Kapitel 7.2 durchgeführte Evaluation der Invarianzen konnte bspw. mit diesem Feature erstellt
werden.

Wurde bei der Eingabe die Liste der Bildpfade manuell nach Duplikaten gruppiert, um eine
Evaluation der E�ektivität einzelner Metriken durchzuführen, wird die Match-Decision mehr-
fach mit einem schrittweise inkrementierten Grenzwert getro�en. In der Abbildung wird dieser
Schritt als E�ektivitätsanalyse bezeichnet und der Daten�uss ist mit einer gestrichelten Linie
gekennzeichnet. Dabei werden pro Metrik der kleinste und gröÿte Ähnlichkeitswert als Grenzen
eines Intervalls I festgelegt. Der Grenzwert wird zu Beginn auf den kleinsten Ähnlichkeitswert
und somit auf die untere Grenze von I gesetzt. Nun werden Precision, Recall und F-Measure
für diesen Grenzwert berechnet. Der Grenzwert wird im Anschluss sukzessive inkrementiert,
bis die obere Grenze von I erreicht ist. Für jeden Schritt werden die Maÿe der E�ektivität
neu berechnet und persistiert. Man erhält somit eine Aussage über die E�ektivität der Metrik
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für einen gegebenen Grenzwert, deren Qualität jedoch nur bei einer hinreichend groÿen Menge
von Eingabebildern und einem qualitativ hochwertigen Goldstandard sichergestellt werden kann.
Die Ausgabe kann pro Metrik in einer Threshold-E�ektivtät-Tabelle ausgegeben werden, welche
beispielhaft in Tabelle 6 dargestellt ist. Die Daten können zur Visualisierung in ein kartesisches
Koordinatensystem übertragen werden, bei dem die Grenzwerte auf der Abszisse und der Wert
der E�ektivität auf der Ordinate abgebildet wird. Diese Darstellung wird innerhalb der Evalua-
tion der E�ektivität im Kapitel 7 verwendet.

Threshold Precision (P) Recall (R) F-Measure
0.0 0.0 0.0 0.0
0.1 0.2 0.4 0.26
... ... ... ...
1.0 0.1 0.9 0.18

Tabelle 6: Beispiel für die Threshold-E�ektivtät-Tabelle

5.3. Feature-basierte Ähnlichkeitsmetrik

Ein wesentlicher Bestandteil eines Systems zur bildbasierten Deduplikation ist die Verwendung
von Ähnlichkeitsmetriken zum Vergleich zweier Bilder. Anhand einer Metrik, welche im Allge-
meinen als reeller Wert im Intervall [0, 1] repräsentiert wird, kann eine Aussage zur Ähnlich-
keit beider Bilder getro�en werden. Über einen festgelegten Grenzwert kann das Bildpaar im
Anschluss als Duplikat bzw. kein Duplikat klassi�ziert werden. In diesem Abschnitt wird ein
Ansatz zur Berechnung einer Metrik vorgestellt, welche auf den im Abschnitt 4.3 vorgestellten
Technologien zur Feature-basierten Ermittlung von Bildähnlichkeiten aufbaut. Dabei werden
zunächst die Anforderungen an eine Ähnlichkeitsmetrik formuliert, woraufhin im Anschluss
das entworfene Konzept vorgestellt wird. Im letzten Abschnitt wird die Parallelisierbarkeit des
Konzeptes diskutiert. Im Kapitel 7 wird diese in einem fairen Vergleich mit anderen Metriken
evaluiert.

5.3.1. Die ideale Ähnlichkeitsmetrik

Zu Beginn werden Eigenschaften einer idealen Ähnlichkeitsmetrik formuliert, welche als Anfor-
derung für das nachfolgende Konzept der Feature-basierte Ähnlichkeitsmetrik gelten sollen.
Piotrowski hat diese in [46] wir folgt zusammengefasst:

Sei A eine Menge an Bilder {a1, a2, ..., am}. Möchte man eine ideales Ähnlichkeitsmaÿ d(ai, ak)
de�nieren, beschreibt man dieses mathematische als Metrik für A, welche die folgenden Bedin-
gungen erfüllt:

d(ai, ak) = 0⇐⇒ ai = ak, (5)

d(ai, ak) = d(ak, ai), (6)

d(ai, am) ≤ d(ai, ak) + d(ak, am), (7)
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d(ai, ak) > 0⇐⇒ ai 6= ak, (8)

d(ai, ak) ≤ 1. (9)

Aus der Metrik soll sich ausschlieÿlich bei identischen Bildern ein Wert von 0 ergeben (5).
Auÿerdem soll die Metrik symmetrisch (6) sein und die Dreiecksungleichung erfüllen (7). Aus den
ersten drei Gleichungen wird impliziert, dass alle Paare verschiedener Bilder einen positiven Wert
ergeben (8), welcher maximal den Wert 1 annehmen kann (9). Man erhält somit eine Funktion
d : A×A→ [0, 1]5 welche ein Bildpaar auf einen Skalar abbildet. (Vgl. [46])

Weiterhin sollte eine ideale Ähnlichkeitsmetrik nicht die in der Problemanalyse de�nierten Probleme
1 und 2 aufweisen (vgl. Kapitel 3). Wenn ai und ak Bilder semantisch gleicher Objekte sind,
sollte d(ai, ak) einem Wert entsprechen, der gegen 0 strebt und sich deutlich von d(ai, am)
oder d(ak, am) unterscheiden, wenn am ein semantisch verschiedenes Objekt abbildet. Bestenfalls
streben d(ai, am) und d(ak, am) gegen 1.

5.3.2. Konzeption

Feature-basierte Algorithmen dienen der Ermittlung interessanter und eindeutiger Bereiche eines
Bildes, den sogenannten Keypoints, und deren eindeutige Beschreibung in Form eines Deskriptor-
Vektors (siehe Kapitel 4.3). Ein Bild wird somit durch die Menge aller darin enthaltenen Features
eindeutig beschrieben. Sollen zwei Bilder miteinander verglichen werden, kann dies über den
Vergleich deren Features realisiert werden. Sind hinreichend viele übereinstimmende Features
zwischen beiden Bildern zu �nden, kann von einer hohen Wahrscheinlichkeit ausgegangen werden,
dass die Bilder Duplikate sind.

Um aus zwei gegebenen Bildern und der Übereinstimmungen deren Features (im Allgemeinen
als Matches bezeichnet) eine Ähnlichkeitsmetrik nach den im Abschnitt 5.3.1 de�nierten Anfor-
derungen zu berechnen, kann der nachfolgend beschriebene Ansatz herangezogen werden. Zum
besseren Verständnis wird dieser in sechs konzeptionelle Schritte aufgeteilt, welche im Anschluss
erläutert werden.

1. Laden der Bilder (Graustufen)

2. Keypoint-Detektion

3. Descriptor-Extraktion

4. Descriptor-Matching

5. Filterung der Tre�er durch Ratio-Test

6. Berechnung der Ähnlichkeit

5In der Quelle wird das Intervall als [0, 1) angegeben, was bedeutet, dass der Wert 1 kein Bestandteil des
Wertebereiches ist. Diese Festlegung hat jedoch keinen Ein�uss auf die Topologie der Metrik.
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Zur Veranschaulichung wird die Erläuterung der sechs Schritte anhand zweier Beispielbilder
(Abb. 7 (a) und (b)) als Eingabe dargelegt. Diese stellen Fotogra�en einer semantisch äqui-
valenten Landschaft aus zwei verschiedenen Perspektiven dar. Die Abbildungen der Zwischen-
schritte wurden von der prototypischen Implementierung der Metrik (siehe Abschnitt 6.3) unter
Verwendung der BibliothekOpenCV ermöglicht und werden hier vorweg zum besseren Verständnis
des Konzeptes abgebildet.

(a) (b)

Abbildung 7: Fotogra�en einer Landschaft aus zwei verschiedenen Perspektiven [31]

1. Laden der Bilder (Graustufen) Zunächst werden beide Bilder als Graustufenbild geladen,
da die später angewendeten Feature-basierten Verfahren keine Farbinformationen benötigen. Ein
positiver Nebene�ekt ist die damit verbundene Verminderung des Speicherbedarfs. Abbildung 8
zeigt die Bilder in Graustufen.

(a) (b)

Abbildung 8: In Graustufen transformierte Bilder der Landschaft (vgl. [31])
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2. Keypoint-Detektion Im Anschluss wird die Detektion der Keypoints mit einem Feature-
basierten Verfahren (SIFT, SURF oder ORB) durchgeführt. Die ermittelten Keypoints sind
in Abbildung 9 jeweils mit einen farbigen Kreis gekennzeichnet. Das gezeigte Beispiel ist das
Resultat einer Keypoint-Detektion mit dem SIFT-Verfahren. Wurde in einem der beiden Bilder
kein Keypoint detektiert, wird die Ähnlichkeitsmetrik auf 0 gesetzt und der Algorithmus mit
Rückgabe dieses Wertes beendet.

(a) (b)

Abbildung 9: Farbige Markierungen der Keypoints nach erfolgter Keypoint-Detektion (vgl. [31])

3. Descriptor-Extraktion Nach der Keypoint-Detektion erfolgt die Descriptor-Extraktion, welche
im Abschnitt 4.3 erläutert wurde.

4. Descriptor-Matching Wurde für jeden Keypoint der Deskriptor-Vektor berechnet, können
nun übereinstimmende Features aus Bild (a) und (b) ermittelt werden. Dafür wird für jedes
Feature aus (a) die Distanz zu allen Features aus (b) berechnet. Die geringste Distanz gilt als
der beste Tre�er und wird in Abbildung 10 als farbige Verbindung zwischen den entsprechenden
Features dargestellt. Zu beachten ist, dass durch dieses Verfahren zu jedem Feature in (a) grund-
sätzlich ein Tre�er in (b) existiert. Eine geeignete Filterung ist somit zwingend notwendig.

Abbildung 10: Farbige Linien zwischen den Features zur Markierung der Tre�er (vgl. [31])
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Ein Nachteil dieser Form des Matchings ist, dass die Ermittlung der Tre�er nicht symmetrisch
ist, da immer von einem Bild ausgehend die Distanzen zu den Deskriptoren des zweiten Bildes
betrachtet werden. Das Ergebnis hängt somit von der Reihenfolge der Bilder ab, wodurch die
Anforderung an eine symmetrische Metrik nicht gegeben ist. Um dieses Problem zu beheben
bieten sich zwei Lösungsansätze an:

1. Sortierung der Bilder vor der Distanzberechnung durch Anwendung einer Hashfunktion
auf den binären Rohdaten der Graustufenbilder mit anschlieÿender aufsteigender Sortie-
rung der Hashwerte. Die Berechnung der Distanzen wird immer ausgehend vom Bild mit
�kleinerem� Hashwert durchgeführt.

2. Berechnung der Distanzen von beiden Bildern ausgehend mit anschlieÿender Mittelwertbil-
dung der eindeutigen Tre�eranzahl nach dem Ratio-Test in Schritt 5.

Beide Ansätze bewirken ein symmetrisches Verhalten der Metrik. Der erste Ansatz hat den
Vorteil, dass das Deskriptor-Matching und der anschlieÿende Ratio-Test einmalig ausgeführt
werden muss. Als Hashfunktion könnte bspw. SHA-3 verwendet werden. Der Nachteil dieses
Ansatzes und gleichzeitige Vorteil des zweiten Lösungsansatzes ist die Einbeziehung der Tre�er
von beiden Bildern ausgehend. Unterscheidet sich die Anzahl der eindeutigen Tre�er vom ersten
Bild ausgehend mit der Anzahl vom zweiten Bild ausgehend, ist die Bildung des Mittelwertes die
bessere Wahl. Lösungsansatz 2 wird demnach für die hier entwickelte Konzeption ausgewählt. Bei
einer Implementation könnte man die Möglichkeit anbieten, das Symmetrieverhalten optional zu
deaktivieren, um die Laufzeit zu verringern.

5. Filterung der Tre�er durch Ratio-Test Nachdem das Descriptor-Matching erfolgt ist, müssen
die Tre�er auf ihre Eindeutigkeit überprüft werden. Wie schon im Abschnitt 4.3.1 SIFT erläutert
wurde, hat Lowe zur Filterung den Ratio-Test vorgestellt. Seien d1 und d2 die beiden geringsten
Distanzen eines Features in Bild A zu den Features in Bild B, muss Gleichung 10 erfüllt sein,
damit dieser Tre�er als eindeutig interpretiert wird. Lowe verwendet einen Grenzwert von 0.8 als
Richtwert. Zur Einhaltung der Symmetrieeigenschaft wird die Filterung der Tre�er von beiden
Eingabebildern ausgehend angewendet. Man erhält somit zwei Mengen an eindeutigen Tre�ern,
von denen ausschlieÿlich der Mittelwert für den nachfolgenden Schritt von Bedeutung ist.

d1
d2

< 0.8 (10)

Abbildung 11 zeigt die Ausgabe der Tre�er, deren Anzahl durch den Ratio-Test deutlich reduziert
wurden. Der Vergleich mit Abbildung 10 verdeutlicht dies nochmals.

6. Berechnung der Ähnlichkeit Mittels der im Schritt 5 durchgeführten Filterung kann nun
aus der Anzahl der selektierten Tre�er eine Ähnlichkeit im Intervall [0, 1] berechnet werden.
Sei x der Wert der resultierenden Metrik und n der Mittelwert der Anzahl der eindeutigen
Tre�er, kann der durch Gleichung 11 beschriebene Ansatz in Betracht gezogen werden. Dabei

21. Dezember 2017 41



5 SIMaSu - Similar Image Matching Suite

Abbildung 11: Durch den Ratio-Test reduzierte Tre�er (vgl. [31])

wird angenommen, dass beim Vergleich zweier Bilder N eindeutige Tre�er ausreichen, um diese
als semantisch äquivalent und somit als Duplikat zu identi�zieren.

x = 1 für n ≥ N

x =
n

N
für n < N

(11)

Während verschiedener Tests des hier beschriebenen Verfahrens hat sich ein Wert von N = 200
als geeignet herauskristallisiert. Dies ist für theoretische Betrachtungen jedoch nicht in allen
Fällen sinnvoll, z. B. wenn die Anzahl der gefundenen Keypoints im Schritt 2 für Bild (a) oder
(b) kleiner als 200 ist. Wurden beispielsweise im Bild (a) und (b) jeweils 50 Keypoints gefunden
und nach dem Ratio-Test alle Tre�er als eindeutig identi�ziert, werden diese n = 50 Matches
für die Berechnung der Metrik im Schritt 6 herangezogen. Bei einem Wert von N = 200 würde
für dieses Beispiel ein Ähnlichkeitsmaÿ von x = n

N = 50
200 = 0.25 berechnet werden, welches eine

widersprüchliche Aussage über die starke Übereinstimmung beider Bilder tri�t. Ein Lösungsan-
satz ist die Festlegung von N auf die maximale Anzahl der detektierten Keypoints, wenn weniger
als 200 für Bild (a) und (b) gefunden wurden. Seien ka und kb die Anzahlen der im Schritt 2
detektierten Keypoints der Bilder (a) und (b), kann Gleichung 12 für die Festlegung von N
verwendet werden. Für das genannte Beispiel würde unter Beachtung dieser Gleichung N = 50
gelten und ein Ähnlichkeitsmaÿ von x = n

N = 50
50 = 1.0 resultieren.

N = max(ka, kb) für max(ka, kb) < 200

N = 200 für max(ka, kb) ≥ 200
(12)

Mit dieser Konzeption ist ein Algorithmus für eine Feature-basierte Ähnlichkeitsmetrik entstanden.
Der gesamte Daten�uss kann als Zusammenfassung Abbildung 12 entnommen werden.
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Abbildung 12: Übersicht der Ähnlichkeitsmetrik als Daten�ussdiagramm

21. Dezember 2017 43



5 SIMaSu - Similar Image Matching Suite

5.3.3. Diskussion der Parallelisierbarkeit

In diesem Abschnitt wird untersucht, inwieweit sich die konzipierte Anwendung für eine paral-
lele Ausführung auf verteilten Systemen eignet. Dabei wird sich auf das Daten�ussdiagramm
(Abb. 12) und die im Abschnitt 5.3.2 aufgeführten sechs Schritte bezogen. Im Diagramm ist
dabei durch Verzweigungsknoten (weiÿe Rechtecke) gekennzeichnet, wo eine parallele Verarbei-
tung möglich ist. Insgesamt existieren drei solche voneinander getrennte Abläufe.

Das Einlesen der Bilder und die Keypoint-Detektion kann jeweils separat in einem Prozess ausge-
führt werden, da keinerlei Abhängigkeiten zwischen den Eingabebildern bestehen. Weiterhin kann
die Deskriptor-Extraktion ebenso in einem separaten Prozess je Bild erfolgen. Es bietet sich an,
die erzeugten Vektoren für nachfolgende Ausführungen zu persistieren, um bei erneuter Eingabe
des identischen Bildes eine wiederholte Berechnung zu vermeiden. Das Deskriptor-Matching und
der Ratio-Test kann ebenfalls in getrennten Prozessen erfolgen. Die Ergebnisse des Matchings
müssen im Anschluss zusammengeführt werden, da diese zur Berechnung der Metrik gemäÿ
Konzeption benötigt werden.
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6. Prototypische Implementation

In diesem Kapitel wird eine prototypische Implementierung des SIMaSu-Systems, sowie der
Feature-basierten Ähnlichkeitsmetrik aus Kapitel 5 vorgestellt. Die Metrik wird dabei als eigen-
ständige Anwendung implementiert und über eine Schnittstelle an das System gekoppelt. Die
Kombination ermöglicht unter anderem die Durchführung der in Kapitel 7 betrachteten Evalua-
tionen. Der hier beschriebene Prototyp wurde primär zur Durchführung dieser entwickelt. Ein
Blocking-Ansatz sowie die Kombination der Metriken und damit verbundene Erzeugung von
Duplikatgruppen, wurden bisher nicht in den Prototypen integriert. Diese können jedoch leicht
ergänzt werden.

6.1. Technologieauswahl

Tabelle 7 ist eine Au�istung der verwendeten Systeme und Bibliotheken, inklusive deren Version
und Zweck innerhalb der Anwendung. Weiterhin ist angegeben, für welche Komponente die
Technologie Verwendung �ndet, d.h. ist sie Bestandteil des SIMaSu-Systems, eine zu evalu-
ierende Metrik oder wird sie für die Implementation der Feature-basierte Ähnlichkeitsmetrik
verwendet.

System Version Komponente Verwendung

PHP [45] 7.1 SIMaSu Primäre Programmiersprache zur
Implementation des SIMaSu-Systems

Symfony [57] 3.3 SIMaSu PHP-Framework u. a. zum Einlesen von
CLI- und Kon�gurationsparametern

Composer [13] 1.5.2 SIMaSu Paketverwaltung in PHP
MySQL [15] 5.7 SIMaSu Speicherung der Ähnlichkeitswerte
RabbitMQ [49] 3.6.14 SIMaSu Parallele Ausführung der Berechnungen

auf mehreren Systemen

Imagick [25] 3.4.3 MSE-Metrik, Resize-
PixelCompare

PHP-Bibliothek zum Einlesen und
Verarbeiten von Bilddaten

ImageMagick [29] 7.0.7 pHash-Metrik CLI-Anwendung zur Berechnung der
pHash-Metrik

Jenssegers
imagehash [28]

0.4.2 dHash-, aHash-
Metrik

PHP-Bibliothek zur Berechnung der
dHash- und aHash-Metrik

Java
(JDK & JRE) [44]

8 Feature-basierte
Ähnlichkeitsmetrik

Implementation der Feature-basierte
Ähnlichkeitsmetrik

Apache Maven [6] 3.5.0 Feature-basierte
Ähnlichkeitsmetrik

Build-Management-Tool zum
Verwalten der Programmabhängig-
keiten und Bauen der ausführbaren
Anwendung

OpenCV [43] 2.4.9 Feature-basierte
Ähnlichkeitsmetrik

Bibliothek mit Implementationen der
Feature-basierten Technologien SIFT,
SURF und ORB

Tabelle 7: Verwendete Systeme für die Implementation des Prototypen
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Im Kontext dieser Masterarbeit wurde sich im Zuge der Implementation für die Programmier-
sprache PHP im Zusammenspiel mit der Nachrichten-basierte Middleware RabbitMQ entschieden.
Letztere ermöglicht eine unkomplizierte Verteilung von Aufgaben an mehrere Systeme, was in
diesem Kontext zur verteilten Berechnung der Ähnlichkeiten verwendet wird. Im Gegensatz dazu
würden sich auch Frameworks aus dem Big Data-Bereich, z. B. Apache Flink oder Apache Spark,
eignen. Die Feature-basierte Ähnlichkeitsmetrik wird als eigenständige Java-Anwendung imple-
mentiert und kann nach dessen Paketierung als Java-Archiv auf beliebigen Systemen ausgeführt
werden, auf denen das Java Runtime Enviroment (JRE) und OpenCV installiert sind.

6.2. Implementierung

In diesem Abschnitt werden die Architektur des Prototyps und einige Implementierungsdetails
näher betrachtet. Abbildung 13 zeigt die zugehörige Architekturskizze. Der gesamte ausführbare
Quellcode ist auf der CD im Anhang A.1 zu �nden.

System A

System B

System A

Reply-Queue

Consumer
I

Metrik 1

Metrik 2

Metrik n

...

Consumer
III

Metrik 1

Metrik 2

Metrik n

...

Consumer
II

Metrik 1

Metrik 2

Metrik n

...

...

Ähnlichkeits-
matrizen

Konfiguration

...

Job-Queue

Threshold-
Effektivität-

Tabellen

Producer

Bild-Pfade/
URLs

Result-Message

 Bild-Pfad/URL 1

 Bild-Pfad/URL 2

 Metrik-Id

 Ähnlichkeitswert

Job-Message

 Bild-Pfad/URL 1

 Bild-Pfad/URL 2

 Metrik-Id

 Reply-Queue-Id

Abbildung 13: Architekturskizze des SIMaSu-Systems

RabbitMQ Queues Zur Verteilung der Berechnungen wurde sich für eine Nachrichten-basierte
Middleware (auch Message Broker) entschieden. Neben Apache Kafka und ActiveMQ ist das
Framework RabbitMQ eines der am weitesten verbreiteten Systeme dieser Art. RabbitMQ ist
als Open-Source Software verfügbar und zeichnet sich durch Leichtgewichtigkeit, hohe Skalier-
barkeit, leichte Installation und Plattform-Unabhängigkeit aus. Weiterhin existiert eine voll-
ständige PHP-Bibliothek zur Integration der Funktionalitäten innerhalb einer PHP-Anwendung,
was den Grund zur Wahl dieses Systems darstellt. Die Funktionsweise eines Message Brokers
ist folgende: Der Broker fungiert als Server-Komponente und bietet die Möglichkeit, Warte-
schlangen zu erzeugen, welche mit dem Englischen Begri� Queues bezeichnet werden. Über eine
Queue können sogenannte Messages in Form von Binärdaten gespeichert werden. Eine Message
besteht aus einem Payload (üblicherweise im JSON-Format repräsentiert) und Metadaten. der
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Broker übernimmt dabei das Entgegennehmen und Weiterleiten der Messages über die Queues.
Eine Instanz, die Nachrichten an den Broker sendet, wird als Producer bezeichnet. Instanzen,
die Nachrichten von einer Queue entgegennehmen, bezeichnet man als Consumer. Dieser Jargon
im Kontext von Nachrichten-basierten Systemen wird zum besseren Verständnis auch in dieser
Arbeit verwendet.

Producer Die Producer -Komponente ist der Einstiegspunkt der Anwendung. Sie nimmt die
Bild-Entitäten und nötigen Metrik-Kon�gurationen im JSON-Format entgegen und erzeugt nach
Bildung der Vergleichspaare eine Message, welche hier zur besseren Unterscheidung als Job-
Messages bezeichnet wird. Für jedes Bildpaar und jede Metrik wird eine solche Nachricht erzeugt
und in die Job-Queue eingefügt. Die Nutzdaten sind demnach zwei Bildpfade und die Id einer
Metrik.

Vor Erzeugung der ersten Job-Message, wird eine temporäre Reply-Queue mit eindeutiger Id
erstellt, welche Bestandteil jeder erzeugten Job-Message ist. Die Reply-Queue dient als Rück-
kanal für Result-Messages, welche als Nutzdaten beide Bildpfade, die Id der Metrik und den
berechneten Ähnlichkeitswert enthält. Nachdem alle Job-Messages versendet wurden, empfängt
der Producer die eingehenden Result-Messages und fügt diese sukzessive als Ähnlichkeitsma-
trizen in eine MySQL-Datenbank ein. Die Verwendung einer temporären Warteschlange hat
den Vorteil, dass auf einem System mehrere Producer-Instanzen ohne gegenseitige Beein�ussung
gestartet werden können.

Der Producer kann über den CLI-Befehl

php bin/console App:Producer -p {profile} -i {input} [-a]

gestartet werden. Über das Argument -p {profile}muss dabei der Pfad zu einer Kon�gurations-
datei im JSON-Format angegeben werden, innerhalb der die zu verwendenden Metriken de�niert
worden sind. Eine ebenfalls im JSON-Format vorliegende Liste von Bild-Repräsentationen wird
über den Parameter -i {input} spezi�ziert. Das optionale Argument -a bewirkt die Durchfüh-
rung der im Abschnitt 5.2 de�nierten E�ektivitätsanalyse. Dabei wird auf Basis der berechneten
Ähnlichkeiten für jede Metrik eine Threshold-E�ektivität-Tabelle erzeugt. Die Tabellen werden
als *.csv Datei in ein vorab festgelegtes Verzeichnis abgelegt. Wie in der Konzeption angegeben,
setzt die Erzeugung der Tabellen voraus, dass die Bild-Entitäten bei der Eingabe manuell nach
Duplikaten gruppiert worden sind.

Consumer Der Consumer -Prozess kann beliebig oft auf mehreren physischen Systemen über
den Befehl

php bin/console App:Consumer

gestartet werden. In der Architekturskizze werden die Systeme mit System A, System B, etc.
gekennzeichnet. Eine Voraussetzung dabei ist, dass eine logische Netzwerkverbindung zu dem
RabbitMQ-Server besteht. Dessen Hostname sowie der Name der Job-Queue wird über eine
Kon�gurationsdatei spezi�ziert. Auf den physischen Systemen müssen PHP, ImageMagick, das
Java JRE und OpenCV (siehe Tabelle 7) installiert sein, damit der Consumer und dessen enthal-
tene Berechnung der verschiedenen Metriken ausgeführt werden kann. Eine Metrik ist durch
Festlegung einer abstrakten Klasse (siehe Listing 1) lose an die Anwendungslogik des Consumers
gekoppelt, was eine Erweiterbarkeit mit zusätzlichen Metriken erleichtert. Jede Metrik wird als
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Klasse repräsentiert, die von der abstrakten abgeleitet ist. Die verp�ichtende Methode compare
nimmt zwei Bildpfade entgegen und gibt ein CompareResult-Objekt zurück. Wie innerhalb dieser
Funktion die Berechnung der jeweiligen Metrik durchgeführt wird, ist dabei nicht festgelegt. Es
können beispielsweise eine externe Anwendung per CLI-Befehl aufgerufen oder PHP-Bibliotheken
verwendet werden.

1 <?php

2 /** File AbstractSimilarityCalculator.php **/

3 abstract class AbstractSimilarityCalculator

4 {

5 abstract function compare(string $srcImg , string $cmpImg) : CompareResult;

6

7 abstract function isMatch(float $simValue , float $threshold) : bool;

8 }

Listing 1: Abstrakte Klasse zur losen Kopplung der Metriken

Wird ein Consumer gestartet, verbindet sich dieser mit der Job-Queue und liest eine Job-Message
ein. Für die darin enthaltenen zwei Bilder wird der Ähnlichkeitswert berechnet. Die innerhalb
der Job-Message angegebene Metrik-Id bestimmt dabei die zu verwendende Klasse und somit
die Berechnungslogik. Im Anschluss wird die Result-Message erzeugt und in die Reply-Queue
eingefügt, deren Id ebenfalls innerhalb der Job-Message spezi�ziert wurde.

Ähnlichkeitsmetriken können sich in ihremWertebereich und dessen Interpretation unterscheiden.
Liefern zwei verschiedene Metriken A und B Werte im Intervall [0, 1], so kann es sein, dass der
Wert 0 für A eine hohe Übereinstimmung der Bilder bedeutet, wohingegen für B auf Verschie-
denheit schlieÿen lässt. Die Logik der Match-Decision ist somit von der jeweiligen Metrik und
deren spezi�schen Eigenschaften abhängig. Aus diesem Grund ist in der abstrakten Klasse eben-
falls eine abstrakte Funktion isMatch (siehe Listing 1, Zeile 7) implementiert. Diese nimmt einen
Ähnlichkeits- und Grenzwert als Parameter entgegen. Die interne Logik der abgeleiteten Klassen
führt anhand der Werte die Match-Decision durch und gibt true zurück, wenn der Wert einen
Tre�er darstellt (andernfalls false).

6.3. Prototyp der Feature-basierten Ähnlichkeitsmetrik

Damit das im Abschnitt 5.3 erläuterte Konzept der Feature-basierten Ähnlichkeitsmetrik proto-
typisch umgesetzt werden kann, wurde eine auf Java basierende CLI-Anwendung mit dem Build-
Management-Tool Maven erzeugt. Die Bibliothek OpenCV [43] bietet Implementationen der
drei Feature-basierten Technologien SIFT, SURF und ORB, was ein Alleinstellungsmerkmal
der Bibliothek darstellt. Die darin enthaltene Java-API ermöglicht eine einfache Integration
der Funktionalitäten in die Anwendung. Voraussetzung für die Verwendung der API ist eine
bestehende OpenCV-Installation. Innerhalb dieser Ausarbeitung wird OpenCV in der Version
2.4.9 verwendet.

Zu Beginn werden beide Eingabebilder in ein OpenCV-eigenes Objekt überführt. Dazu wird
die Klasse Highgui verwendet, welche entsprechende statische Methoden zum lesen von Bild-
dateien als Graustufenbilder enthält. Im Anschluss wird ein FeatureDetector-Objekt erzeugt,
dessen detect-Methode die Keypoints aus den Eingabebildern detektiert und in eine Liste spei-
chert. Bei der Erzeugung des Objektes wird über einen Parameter angegeben, welche Art von
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Detektor verwendet werden soll. Zwischen den Feature-basierten Technologien SIFT, SURF und
ORB bestehen Unterschiede in dem Verfahren der Detektion der Keypoints, der Extraktion der
Deskriptoren und dessen Berechnung der Distanz. Abhängig von dem angegebenen 3. Argu-
ment (siehe unten) wird die entsprechende Technologie im Programmablauf verwendet. Der
nächste Schritt ist die Erzeugung eines DescriptorExtractor-Objektes. Über dessen compute-
Methode werden durch Übergabe der Eingabebilder und detektierten Keypoints die Deskriptoren
berechnet und in Kollektionen abgelegt.

Für das Matching der Deskriptoren muss zunächst ein Objekt der Klasse DescriptorMatcher

erstellt werden. Das zu verwendende Matching-Verfahren wird über einen Parameter de�niert.
Für SIFT und SURF stehen innerhalb der OpenCV-Bibliothek zwei populäre Matching-Verfahren
zur Verfügung. Zum einen das sogenannte Bruteforce-Matching, was die Verwendung der eukli-
dischen Distanzfunktion darstellt, zum anderen die Verwendung der von Lowe und Muja vorge-
stellten FLANN-Bibliothek. Für ORB wird die Hammingdistanz verwendet, da die Deskriptoren
des ORB-Algorithmus als binäre Vektoren repräsentiert werden. Das eigentliche Matching über-
nimmt die Funktion knnMatch, welche auf dem DescriptorMatcher-Objekt aufgerufen wird.
Dieser werden beide Deskriptor-Vektoren und die Anzahl der benötigten Tre�er übergeben. Da
für den anschlieÿenden Ratio-Test die zwei besten Tre�er benötigt werden, wird die Anzahl auf
den Wert 2 gesetzt. Die Tre�er werden wiederum in einer Kollektion gespeichert, welche im
Listing 2 mit matchesList bezeichnet wird. Zeile 2 bis 7 zeigen die Iteration über alle Tre�er-
Paare und die Anwendung des von Lowe publizierten Ratio-Test. Tre�er, die damit als eindeutig
identi�ziert wurden, werden in die Kollektion goodMatchesList übertragen. Zur Einhaltung der
Symmetrie muss das Matching und die Filterung mit vertauschten Deskriptor-Vektoren ange-
wendet werden (siehe Abschnitt 5.3.2). Abschlieÿend wird der Ähnlichkeitswert auf Grundlage
der Konzeption berechnet.

1 // Step 5: filter matches by ratio test

2 for (MatOfDMatch match : matchesList) {

3 DMatch [] twoMatches = match.toArray ();

4 if (twoMatches [0]. distance < 0.7 * twoMatches [1]. distance) {

5 goodMatchesList.add(match);

6 }

7 }

Listing 2: Filterung der Tre�er durch den ratio test

Bei Ausführung der Anwendung müssen als Kommandozeilenargumente die Pfade bzw. die URLs
beider Bilder, sowie das zu verwendende Feature-Verfahren angegeben werden. Eine Übersicht
über die Argumente ist in nachfolgender Au�istung angegeben.

1. Speicherort des ersten Bildes als Pfadangabe oder URL, z. B. /data/img/landscape.jpg

2. Speicherort des zu vergleichenden Bildes als Pfadangabe oder URL

3. Angabe des Feature-Verfahrens und der Matching-Strategie durch numerischen Wert:
0 - SIFT mit Bruteforce-Matching
1 - SIFT mit FLANN-Matching
2 - SURF mit Bruteforce-Matching
3 - SURF mit FLANN-Matching
4 - ORB mit Verwendung der Hamming-Distanz
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4. Ausgaben von Status- bzw. Fehlermeldungen durch Angabe von -v

Die Ausgabe der Metrik erfolgt als numerischer Wert auf die Standardausgabe und kann somit
von anderen Applikationen interpretiert werden. Wird der Parameter -v angegeben, werden
zusätzlich Log-Nachrichten, wie bspw. die Anzahl der Tre�er vor und nach der Filterung, ausge-
geben. Ein beispielhafter Aufruf der Anwendung mit vollständiger Ausgabe ist in dem Listing 3
aufgeführt.

1 $ java -jar feature -metric.jar /data/landscape1.jpg /data/landscape2.jpg 0 -v

2 [OpenCV -Feature -Matcher] Welcome to OpenCV 2.4.9.0

3 [OpenCV -Feature -Matcher] Use configuration: SIFT , SIFT , Bruteforce ...

4 [OpenCV -Feature -Matcher] Read images ...

5 [OpenCV -Feature -Matcher] Detect keypoints ...

6 [OpenCV -Feature -Matcher] [10720.0] keypoints detected in source image ...

7 [OpenCV -Feature -Matcher] [7972.0] keypoints detected in compare image ...

8 [OpenCV -Feature -Matcher] Compute features ...

9 [OpenCV -Feature -Matcher] Match features ...

10 [OpenCV -Feature -Matcher] [10720] matches for S->C found ...

11 [OpenCV -Feature -Matcher] Apply ratio test for S->C with threshold [0.7] ...

12 [OpenCV -Feature -Matcher] [264] unique matches for S->C after ratio test ...

13 [OpenCV -Feature -Matcher] [7972] matches for C->S found ...

14 [OpenCV -Feature -Matcher] Apply ratio test for C->S with threshold [0.7] ...

15 [OpenCV -Feature -Matcher] [250] unique matches for C->S after ratio test ...

16 [OpenCV -Feature -Matcher] Average are [257] unique matches ...

17 [OpenCV -Feature -Matcher] Done! Similarity is: 1.0

18 1.0

Listing 3: Beispiel für Ausführung der Anwendung mit Ausgabe

In Zeile 1 ist der Aufruf der Anwendung als Java-Archiv zu sehen. Die beiden Eingabebilder
landscape1.jpg und landscape2.jpg entsprechen dabei den Landschaftsaufnahmen (a) und
(b) aus Abbildung 7. Innerhalb der Implementation wird das erste angegebene Bild als source
image und das zweite Bild als compare image bezeichnet. Das ausgewählte Feature-Verfahren
sowie die Matching-Methode wird in Zeile 3 ausgegeben. Der angegebene Parameter 0 entspricht
in dem Fall der Keypoint-Detektion mit dem SIFT-Algorithmus und dem Bruteforce-Matching
der Deskriptoren über die euklidische Distanzfunktion. Im Eingabebild landscape1.jpg wurden
beispielsweise 10720 Keypoints detektiert (Zeile 6). Dies entspricht auch der Anzahl der Tre�er
aus dem Matching-Vorgang (Zeile 10), wenn das source image mit dem compare image verglichen
wird. Lediglich 264 Tre�er (Zeile 12) erfüllten Gleichung 10 des Ratio-Tests. Beim Matching des
compare image mit dem source image entstanden 250 eindeutige Tre�er (Zeile 15). Der Mittel-
wert von 257 wird für die Berechnung der Metrik herangezogen. Mit N = 200 und n = 257 ergibt
die Lösung der Gleichung 11 einen Ähnlichkeitswert von 1.0 (Zeile 18). Ohne das Kommando-
zeilenargument -v würde ausschlieÿlich die Metrik in Zeile 18 zurückgegeben werden.

Im Prototypen des SIMaSu-Systems wurde die lose Kopplung einer Ähnlichkeitsmetrik über die
Bereitstellung einer abstrakten Klasse realisiert. Damit kann nun für jedes Feature-Verfahren eine
abgeleitete Klasse erzeugt werden, innerhalb der mittels shell_exec()6 die hier beschriebene
Anwendung aufgerufen werden kann. Der Rückgabewert der Funktion entspricht der Ausgabe
der Anwendung, welche in diesem Fall der berechnete Ähnlichkeitswert ist.

6Die PHP-Funktion shell_exec() führt ein Kommando auf der Shell aus und gibt den kompletten Output als
String zurück.
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7. Evaluationen

Die prototypische Entwicklung des SIMaSu-Systems ermöglicht die Ausführung verschiedener
Evaluationen, die in diesem Kapitel erläutert werden. Dazu gehören eine Laufzeitanalyse, ein
Experiment zur Untersuchung von Invarianzen und eine Evaluation der E�ektivität einzelner
Metriken. Die nachfolgende Übersicht (Abb. 14) zeigt die zugrundeliegenden Fragestellungen
dieser Untersuchungen auf.

Evaluationen

Laufzeitanalyse

Welche Implementation 
einer Metrik benötigt im 
Durchschnitt wie viel Zeit 

zur Berechnung des 
Ähnlichkeitswertes?

Invarianz-Experiment

Welche Implementation 
einer Metrik ist in welchem 
Grad resistent gegenüber 

welcher Bildmanipulation?

Effektivitäts-Evaluation

Welche Implementation 
einer Metrik liefert welche 

Treffer-Qualität?

Abbildung 14: Übersicht der durchgeführten Evaluationen mit zugehörigen Fragestellungen

Die in allen drei Evaluationen untersuchten elf Implementationen von Ähnlichkeitsmetriken aus
Kapitel 4 sind in Tabelle 8 aufgeführt. Jedem System wurde ein Kürzel zugeordnet, welches zur
übersichtlicheren Darstellung in nachfolgenden Diagrammen verwendet wird.

System Kürzel

ResizePixelCompare RPC
Imagick compareImages ICI

ImageMagick compare phash ICP
Jenssegers pHash JPH
Jenssegers aHash JAH
Jenssegers dHash JDH
SIFT mit FLANN SIF
SIFT mit Bruteforce SIB
SURF mit FLANN SUF
SURF mit Bruteforce SUB

ORB ORB

Tabelle 8: Untersuchte Implementationen mit Kürzel

21. Dezember 2017 51



7 Evaluationen

7.1. Laufzeiten

Die Laufzeit für die Berechnung eines Ähnlichkeitsmaÿes spielt besonders für sehr groÿe Daten-
mengen eine wichtige Rolle. In diesem Experiment wurde die durchschnittliche Laufzeit ermit-
telt, die eine Implementation einer Metrik benötigt, um aus zwei Bildern den Ähnlichkeitswert
zu berechnen.

Setup Um ein vergleichbares Ergebnis zu erzielen, wurde für jede Messung das Bildpaar aus
Abbildung 7 verwendet. Damit auch der Ein�uss der Bildgröÿe auf die Laufzeit aufgezeigt werden
kann, wurden die Messungen neben der Originaldimension von 2.448x3.264 px für zwei weitere
Bildgröÿen ausgeführt. Die kleineren Bilder wurden durch Ausschnitte aus den Originalen erstellt.
Jede Messung wurde pro System und Bildpaar sechs mal durchgeführt. Die gemessene Zeit
beinhaltet dabei neben der reinen Berechnungszeit auch das Laden der Bilder vom Sekundär-
in den Hauptspeicher. Die Messungen wurden über die SIMaSu-Anwendung auf einem System
durchgeführt, dessen Spezi�kationen in Tabelle 9 aufgeführt sind.

CPU Intel Core i7 4500U (1.8 GHz)
Betriebssystem Ubuntu 16.04.3 LTS
RAM 1024 MiB DDR3
HDD Samsung SSD 850 EVO 250GB (SATA, 3Gb/s)

Tabelle 9: Hard- und Softwareeigenschaften des für die Evaluationen benutzen Systems

Ergebnis Die Mittelwerte der Messergebnisse sowie der Standardabweichung sind innerhalb
des Balkendiagrammes in Abbildung 15 dargestellt. Über jeden Balken ist zur Vollständigkeit
die entsprechende Laufzeit in Sekunden abgetragen. Die Messungen ergaben einige interessante
Erkenntnisse, auf die nachfolgend eingegangen wird.

Vergleicht man bei den Verfahren SIFT und SURF die Laufzeiten der beiden verschiedenen
Matching-Strategien, erkennt man den Performance-Vorteil des FLANN-basierten Matchings
gegenüber des Bruteforce-Matchings deutlich. Lediglich bei der kleinsten Bildgröÿe sind kaum
Unterschiede wahrnehmbar, was voraussichtlich mit der geringen Anzahl an Keypoints zusam-
menhängt. Laut Literatur wird SURF verglichen mit SIFT als schnelleres Verfahren angesehen.
Dieser Fakt konnte mit der hier getätigten Messung, mit Ausnahme der um 0.8 Sekunden gerin-
geren Laufzeit von SURF gegenüber SIFT bei originaler Bildgröÿe, nicht bestätigt werden.
SURF mit Bruteforce-Matching benötigte von allen Methoden die meiste Zeit. Die auf der
ORB-Technologie basierte Metrik liefert für alle Bildgröÿen eine Ausführungszeit von unter einer
Sekunde, was ebenfalls für die Verfahren Resize Pixel Compare und dHash gilt. Sie bedarf bspw.
für die originale Bildgröÿe nur ca. ein Zehntel der Zeit des SURF-Verfahrens (SUF). Für die
Perceptual Hash-Verfahren wurden im Durchschnitt die geringsten Laufzeiten gemessen.

Bei Feature-basierten Verfahren ist die Gesamtlaufzeit abhängig von der Anzahl der gefundenen
Keypoints. Je mehr davon detektiert wurden, desto mehr Deskriptoren und Distanzen müssen
berechnet werden. Die Bildgröÿe spielt bei diesen Technologien voraussichtlich nur eine Rolle
bei dem Laden des Bildes in den Hauptspeicher. Bei zukünftigen Messungen sollten Bilder mit
verschiedenen Inhalt als Grundlage für aussagekräftigere Ergebnisse gewählt werden. Zudem ist
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eine Unterteilung der Gesamtlaufzeit in die einzelnen Teilschritte Laden der Bilder, Keypoint-
Detektion, Deskriptor-Extraktion und Deskriptor-Matching, für weiterführende Analysen hilf-
reich. Zudem könnte damit voraussichtlich der Grund für die hohe Laufzeit des SURF-Algorithmus
bei einer Bildgröÿe von 1000x1000 px ermittelt werden.
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7.2. Invarianz-Experiment

In diesem Experiment wird untersucht, welche Ähnlichkeitswerte die hier betrachteten Imple-
mentationen von Metriken liefern, wenn ein Originalbild mit einer transformierten bzw. manipu-
lierten Version dieses Bildes verglichen wird. Dabei werden die innerhalb der Problemde�nition
erfassten digital veränderbaren Eigenschaften aus Tabelle 3 untersucht und somit das Problem
3 aus dem Abschnitt 3.2 adressiert. Ziel der Untersuchung ist es eine Aussage zu tre�en, welche
Systeme gegenüber welchen Bildmanipulationen invariant sind. Damit wird eine Entscheidungs-
hilfe geboten, die bei der Suche nach geeignete Ähnlichkeitsmetriken für einen speziellen Anwen-
dungsfall herangezogen werden kann. Hat ein Unternehmen bspw. durch einen Integrationsschritt
ausschlieÿlich Bildduplikate mit unterschiedlichen Skalierungen erhalten, müssen Ähnlichkeits-
maÿe verwendet werden, welche invariant gegen Skalierungen sind.

Setup Den Ausgangszustand bilden sechs zufällig ausgewählte Fotogra�en (siehe Abb. 16) aus
dem Holiday-Datensatz von INRIA [31]. Zur Erzeugung der manipulierten Bilder wurde eine
PHP-Anwendung implementiert, welche auf einem Eingabebild 16 Transformationen mit unter-
schiedlichen Ausprägungen anwendet. Insgesamt resultieren aus einem Bild 172 transformierte
Versionen.

(a) Landschaft (b) Wasserfall (c) Karussell (d) Koralle

(e) Blume (f) Sonnenuntergang

Abbildung 16: Originalbilder des Invarianz-Experiments

Durchführung Die Berechnung der Ähnlichkeiten für alle 11 betrachteten Implementationen
von Metriken wird über den Prototypen des SIMaSu-Systems realisiert. Dieser speichert alle
Werte in einer relationalen Datenbank, von der mittels SQL-Abfragen die benötigten Ähnlich-
keiten extrahiert werden können. Für dieses Experiment sind ausschlieÿlich Bildpaare aus dem
Originalbild und einer transformierten Version relevant. Zur Veranschaulichung der Ergebnisse
wurde für jede Kombination aus Transformation und Metrik ein Diagramm erstellt, in dem die
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berechneten Werte abgetragen wurden. Aus 16 Transformationen und 11 Metriken ergeben sich
somit 16 ∗ 11 = 176 Diagramme. Da nicht alle innerhalb dieser Masterarbeit aufgeführt werden
können, wurden drei interessante selektiert und im nächsten Abschnitt erläutert.

Ergebnis Das erste Diagramm (Abb. 17) zeigt die mit der Jenssegers pHash-Metrik berech-
neten Ähnlichkeitswerte für unterschiedlich rotierte Versionen der Eingabebilder. Die Rotationen
wurden im Intervall [−90°, 180°] durchgeführt. Der Wertebereich der Metrik liegt im Intervall
[0, 1] wobei der Wert 0 Gleichheit und 1 Verschiedenheit bedeutet. Die Zuordnung der Linien
zu den sechs Eingabebildern ist in der nebenstehenden Legende angegeben. Zusätzlich wurden
aus allen Werten, die für eine bestimmte Rotation des Bildes berechnet wurden, der Mittelwert
gebildet.
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0

0,2

0,4

0,6

0,8

1

Winkel der Rotation in °

Ä
hn

lic
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Jenssegers pHash

Landschaft
Wasserfall
Karussell
Blume

Sonnenunt.
Koralle

Mittelwert

Abbildung 17: Ähnlichkeitswerte der Metrik Jenssegers pHash für Rotationen

Man erkennt, dass bei keiner Rotation (0°) des Bildes die Ähnlichkeit zum Originalbild 0 beträgt.
Schon bei kleineren Rotationen steigt der Wert jedoch deutlich an und bleibt anschlieÿend ab
±35° im Bereich zwischen 0.4 und 0.6. Der Anstieg zeigt, dass sich der berechnete Hash von
einem leicht rotierten Bild zu dem des Originalbildes unterscheidet und somit deutlich höhere
Ähnlichkeitswerte resultieren. Man kann zusammenfassen, dass die Implementierung der pHash-
Metrik von Jenssegers variant gegenüber geringfügigen Rotationen des Bildes ist. Vergleicht man
die Werte der verschiedenen Bilder an einer Position miteinander, unterscheiden sich diese nicht
sehr stark voneinander. Die stärksten Abweichungen der Werte sind bei −32° zu erkennen. Man
kann somit weiterhin die Annahme tre�en, dass dieses Verhalten nicht abhängig von der Bild-
domäne ist.

Das nächste ausgewählte Diagramm (Abb. 18) zeigt die Werte der innerhalb dieser Arbeit imple-
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mentierten Ähnlichkeitsmetrik unter Verwendung des ORB-Algorithmus. Wie in der zugehörigen
Konzeption (siehe Abschnitt 5.3) beschrieben, bedeutet bei dieser Metrik der Wert 1, dass die
beiden miteinander verglichenen Bilder Duplikate sind. Betrachtet man die errechneten Mittel-
werte in dem Diagramm, wird diese Wertigkeit ausschlieÿlich bei einer sehr geringen Rotation
von wenigen Grad (±2°), sowie einer Drehung um 180° erreicht.
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Abbildung 18: Ähnlichkeitswerte der Feature-basierten Metrik ORB für Rotationen

Sehr au�ällig sind auch die Unterschiede der Werte bezogen auf die verschiedenen Bilder. Betrachtet
man bspw. die Rotation um ±32°, ist bei den Bildern Landschaft und Wasserfall ein deut-
licher Abfall der Werte zu sehen, wohingegen für die Fotogra�en der Blume und des Karus-
sells der Wert 1 beträgt. Man kann hier die Annahme tre�en, dass dieses Verhalten unter
anderem abhängig von verschiedenen Eigenschaften, wie Farben und Strukturen innerhalb des
Bildes, ist. Da bei Betrachtung des Mittelwertes trotz allem eine Verringerung des Wertes bei
Erhöhung der Rotation feststellbar ist, kann diese Implementation des ORB-Algorithmus als
variant gegenüber Rotationen klassi�ziert werden.

Das letzte Diagramm bezieht sich ebenfalls auf rotierte Versionen der Originalbilder, jedoch
wurde die Ähnlichkeit mit dem SIFT -Verfahren in Kombination mit dem FLANN -basierten
Matching durchgeführt. Für alle Rotationen bleibt der Ähnlichkeitswert konstant 1. Dieses
Verhalten gilt für alle sechs betrachteten Bilder und stellt den Idealfall einer Metrik dar. Das
Verfahren ist somit vollständig invariant gegenüber Rotationen.
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Abbildung 19: Ähnlichkeitswerte der Feature-basierten Metrik SIFT für Rotationen

Zusammenfassung Die drei beispielhaft betrachteten Diagramme bieten einen Einblick in die
verschiedenen Verhaltensweisen der Metriken auf eine Bildtransformation. Über den Anstieg
bzw. Abfall der Ähnlichkeitswerte bei quantitativer Veränderung der Transformation kann eine
Aussage getro�en werden, ob eine untersuchte Implementation variant oder invariant gegen-
über dieser ist. Um das Ergebnis aller Kombinationen aus Implementation und Transformation
gegenüber zu stellen, bietet sich eine tabellarische Darstellung an. Die Beurteilung eines Ergeb-
nisses wird dabei einer von vier Gruppen zugeordnet: Invariant gegenüber Transformation, Inva-
riant gegenüber geringfügiger Transformation, Variant gegenüber geringfügiger Transformation
sowie Variant gegenüber Transformation. Eine Zusammenfassung der Ergebnisse des Invarianz-
Experimentes ist in Tabelle 10 aufgeführt. Die im Tabellenkopf genannten Transformationen
wurden im Abschnitt 3.2 erläutert.

Betrachtet man die tabellarische Übersicht, kristallisieren sich einige interessante Zusammen-
hänge heraus. Beispielsweise ist keine Implementation invariant gegenüber Weichzeichnungen
oder Kontraständerungen. Bei Spiegelungen weist ausschlieÿlich das pHash-Verfahren von Image-
Magick eine Invarianz auf. Im Gegensatz dazu sind die meisten Systeme robust gegen Kompres-
sion und Skalierung. Die Feature-basierten Metriken sind invariant gegenüber einem groÿen
Teil der betrachteten Transformationen. Von denen schneidet jedoch der ORB -Algorithmus am
schlechtesten ab. Die Perceptual Hash-Verfahren sind im Durchschnitt nicht sehr robust gegen
Transformationen.
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7.3. E�ektivität

Die letzte der drei Evaluationen beschäftigt sich mit der E�ektivität der betrachteten elf Imple-
mentationen von bildbasierten Ähnlichkeitsmetriken. Die Qualität der resultierenden Ergebnisse
kann über die E�ektivitätsmaÿe Precision (P), Recall (R) und F-Measure (F) (siehe Kapitel 2)
gemessen werden. Zur Wiederholung gibt die Precision an, wie groÿ der Anteil der relevanten
Duplikate innerhalb der Ergebnismenge ist. EinWert von 1 bedeutet, dass das Resultat ausschlieÿ-
lich aus erwarteten Duplikaten besteht und keine False Negatives beinhaltet (Idealfall). Der Recall
liefert eine Aussage darüber, wie viele der vorab de�nierten Duplikate tatsächlich im Resultat
vorkommen. Wurden alle gefunden, stellt das den Idealfall dar und entspricht einem Recall von
1. Das F-Measure ist das harmonische Mittel beider Maÿe.

Damit die genannten Maÿe der E�ektivität berechnet werden können, muss vorab ein Goldstan-
dard (siehe Kapitel 2) de�niert werden. Dieser dient als Grundlage für alle zu untersuchenden
Systeme. Er besteht aus einer hinreichend groÿen Menge von Bildern und Relevanz-Urteilen. Die
Urteile kennzeichnen Bildpaare, welche von einer Person als Duplikate identi�ziert wurden und
somit relevante Ergebnisse darstellen. Je gröÿer die Menge der Bilder ist, desto gröÿer ist auch
die Aussagekraft der Evaluation.

Eine Ähnlichkeitsmetrik liefert für ein gegebenes Bildpaar einen entsprechenden Wert, welcher
Maÿ für die Ähnlichkeit der Bilder ist. Anhand eines Grenzwertes (auch Threshold) erfolgt die
Match-Decision. Die Entscheidung, ob ein Bildpaar ein Duplikat darstellt, hängt somit immer
vom festgelegten Grenzwert ab. Verschiebt sich dieser, ändern sich entsprechend auch die E�ek-
tivitätsmaÿe. Ziel dieser Evaluation ist es, für jede betrachtete Implementation einer Metrik
aufzuzeigen, wie sich dessen E�ektivität bei verschiedenen Thresholds verhält. Eine mögliche
Darstellung dieser Beziehung ist innerhalb eines Diagrammes, bei dem der Grenzwert auf der
Abszisse und die E�ektivität auf der Ordinate abgetragen wird. Der Grenzwertbereich, für den
bspw. das F-Measure oder die Precision am höchsten ist, kann für verschiedenste Anwendungs-
fälle als Richtwert genutzt werden.
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Abbildung 20: Beispiel für E�ektivitätsmaÿe einer idealen Metrik
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Abbildung 20 zeigt ein solches Diagramm, dessen E�ektivitätswerte beispielhaft zur Darstellung
eines idealen Falls gewählt wurden. Dem zugrunde liegt die im Abschnitt 5.3.1 beschriebene
ideale Ähnlichkeitsmetrik im Intervall [0, 1]. Für 11 verschiedene Grenzwerte im Intervall [0 +
ε, 1 − ε] mit ε > 0 wurden Precision, Recall und F-Measure berechnet und abgetragen. Man
erkennt, dass die E�ektivität für Thresholds im Bereich 0.4 bis 0.6 den höchstmöglichen Wert
erreicht. Das bedeutet, dass alle relevanten Duplikate und ausschlieÿlich diese gefunden wurden.
Bei einem sehr kleinen Grenzwert sind neben allen relevanten Duplikaten auch sehr viele falsche
Tre�er in der Ergebnismenge. Dadurch ist der Recall maximal bei einer sehr kleinen Precision.
Wird der Grenzwert zu hoch gewählt, beinhaltet das Ergebnis im Idealfall zwar ausschlieÿlich
korrekt ermittelte Tre�er, jedoch nur einen Bruchteil der relevanten Duplikate. Ein solches ideales
Verhalten wird man in der Praxis mit hoher Wahrscheinlichkeit nicht �nden.

Setup Zur Erzeugung des Goldstandards wurden zunächst 505 Fotogra�en aus dem Holiday-
Datensatz von INRIA [31] ausgewählt. Im Anschluss wurden durch optische Vergleiche der Bilder
die Relevanz-Urteile entschieden. Alle Duplikate wurden als Gruppierungen in eine JSON-Datei
eingetragen, welche als Eingabedatensatz für das SIMaSu-System verwendet wird. Die Datei ist
somit die Repräsentation des Goldstandards. Die im SIMaSu-System implementierte E�ektivi-
tätsanalyse berechnet für jede der elf untersuchten Metriken eine Threshold-E�ektivtät-Tabelle
(siehe Abschnitt 5.2). Die enthaltenen Werte werden im Anschluss als Diagramm dargestellt.
Im nächsten Abschnitt werden zwei ausgewählte Diagramme abgebildet und ausgewertet. Die
übrigen acht sind im Anhang A.2 innerhalb der Abbildungen 23 bis 31 aufgeführt.

0 0,01 0,02 0,03 0,04 0,05 0,06 0,07 0,08 0,09 0,1

0

0,2

0,4

0,6

0,8

1

Threshold

Imagick compareImages (ICI)

Precision
Recall

F-Measure

Abbildung 21: E�ektivitätsmaÿe der Metrik Imagick compareImages (ICI) im Intervall [0, 0.1]

Ergebnis Abbildung 21 zeigt die E�ektivitätswerte der Funktion compareImages der PHP-
Bibliothek Imagick. Diese wurde auch innerhalb des Anwendungsfalls der Problemanalyse aus
Kapitel 3 verwendet. Es ist zu beachten, dass ein Ähnlichkeitswert von 0 dabei einer sehr hohen
Übereinstimmung der Bilder entspricht. Damit die Maximalwerte von Precision und F-Measure
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besser erkennbar sind, werden ausschlieÿlich Grenzwerte ≤ 0.1 betrachtet. Die höchste Preci-
sion Pmax(t1) = 0.467 wird mit einem Grenzwert t1 = 0.014 erreicht. Mit einem Threshold von
t2 = 0.028 wurde das maximale F-Measure Fmax(t2) = 0.137 gemessen. Auf Grundlage dieses
Ergebnisses ist es schwierig, eine qualitativ hochwertige Deduplikation mit dieser Metrik durch-
zuführen. Die im Abschnitt 3.1 aufgeführten Probleme 1 und 2 sind bei dieser Metrik deutlich
wahrzunehmen.

Die E�ektivität des SIFT-Algoritmus mit Bruteforce-Matching ist in Abbildung 22 abgebildet.
Aus Übersichtlichkeitsgründen wurden die diskreten Punkte innerhalb des Diagramms entfernt.
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Abbildung 22: E�ektivitätsmaÿe der Feature-basierten Metrik SIFT mit Bruteforce-Matching
(SIB)

Betrachtet man den gesamten Wertebereich der Metrik, erkennt man einen kontinuierlichen
Anstieg der Precision bei ebenfalls kontinuierlichem Abfall des Recalls. Verglichen mit dem
Diagramm der Imagick -Bibliothek (Abb. 21), ähnelt das der SIFT-Metrik schon eher den idealen
E�ektivitätsmaÿen aus der Abbildung 20. Die Precision Pmax(t1) = 0.714 ist maximal bei einem
Grenzwert von t1 = 1. Das bedeutet, dass 71.4% aller Bildpaare, für die eine Ähnlichkeit von
1.0 berechnet wurde, auch tatsächlich Duplikate sind, bzw. im Goldstandard als solche festgelegt
wurden. Von den hier betrachteten elf Metriken, ist das der zweithöchste erreichte Wert. Bei
einem Grenzwert von t2 = 0.62 erreicht das F-Measure den Maximalwert von Fmax(t2) = 0.621,
was den höchsten Wert aller Metriken darstellt.
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Zusammenfassung Die Maximalwerte von Precision und F-Measure wurden für jede Metrik
in Tabelle 11 aufgeführt. Ist ein E�ektivitätsmaÿ über mehrere Grenzwerte konstant geblieben,
ist das entsprechende Intervall angegeben. Mit einem Wert von 0.906 erreichte die Feature-
basierte Metrik ORB die höchste Precision. Wie schon erwähnt, erzielte die Metrik SIFT mit
angewandten Bruteforce-Matching das beste F-Measure mit einemWert von 0.621. Die geringsten
Maximalwerte ergaben sich für das ResizePixelCompare-Verfahren. Die fünf Feature-basierte
Metriken erreichten im Durchschnitt die höchste E�ektivität.

Metrik t1 Pmax(t1) t2 Fmax(t2)

RPC 0.16 0.015 0.15 0.029
ICI 0.014 0.467 0.028 0.137
ICP 4.5 - 5.0 0.6 10 0.135
JPH 0.188 - 0.203 0.75 0.283 - 0.294 0.133
JAH 0.064 - 0.074 0.049 0.064 - 0.074 0.071
JDH 0.097 - 0.105 0.5 0.219 - 0.232 0.149
SIF 1 0.694 0.87 - 0.875 0.600
SIB 1 0.714 0.62 0.621
SUF 1 0.272 0.995 0.366
SUB 1 0.332 0.995 0.411
ORB 0.345 0.906 0.065 0.537

Tabelle 11: Au�istung der besten E�ektivitätsmaÿe mit jeweiliger Angabe des Thresholds
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8. Zusammenfassung und Ausblick

Zu Beginn der Arbeit wurde die Notwendigkeit eines Systems zur skalierbaren bildbasierten
Deduplikation anhand zweier Anwendungsfälle dargelegt und die Bedeutung dieses Themas für
die Praxis aufgezeigt. Nachdem die Begri�e digitales Bild, Duplikat, Deduplikation und E�ek-
tivität theoretisch de�niert wurden, erfolgte eine umfangreiche Problemanalyse anhand eines
konkreten Anwendungsfalls. Darin wurde ein Szenario aufgezeigt, in dem ein Unternehmen ein
automatisiertes Verfahren zur Ermittlung von Duplikaten verwendet. Es kristallisierten sich fünf
Problemstellungen heraus, welche diese Arbeit motivierten und innerhalb der darau�olgenden
Kapitel adressiert wurden. Dazu zählen das korrekte Au�nden von Duplikaten, das Vermeiden
von fälschlicherweise als Duplikate klassi�zierte Bilder, der Ein�uss von Bildtransformationen auf
Ähnlichkeitsmetriken, der fehlende faire Vergleich bestehender Metriken sowie die quadratische
Komplexität der Deduplikation. Anhand aktueller Forschungen wurde die fehlende Berücksich-
tigung von Bild-Entitäten bei Deduplikationssystemen aufgezeigt. Derzeit verfügbare Systeme
und Technologien zur Ermittlung von Bildähnlichkeiten wurden ebenfalls erläutert und in drei
Kategorien eingeordnet. Zudem fand abschlieÿend auch eine Betrachtung derzeit existierender
Vergleiche dieser Metriken statt. Darin wurde ebenfalls die Notwendigkeit eines fairen Vergleichs
aller Verfahren betont.

Im Anschluss erfolgte die Konzeption eines Systems mit dem Namen Similar Image Matching
Suite, kurz SIMaSu. Das System skaliert linear und ermöglicht somit eine parallele Berechnung
von Bildähnlichkeiten auf einer verteilten Hardware. Sowohl umfangreiche Evaluationen als auch
eine bildbasierte Deduplikation wird mit diesem Konzept umgesetzt. Dabei wurde ebenfalls auf
eine unkomplizierte Erweiterbarkeit der verwendeten Ähnlichkeitsmetriken Wert gelegt. Eine
prototypische Umsetzung des Systems wurde unter Verwendung von PHP und der Nachrichten-
basierten Technologie RabbitMQ realisiert.

Um die Ähnlichkeit zweier Bilder auch mittels der Feature-basierten Technologien SIFT, SURF
und ORB zu ermitteln, wurde eine Metrik konzipiert, welche die Übereinstimmung interessanter
Bildregionen auf einen Ähnlichkeitswert abbildet. Bei dem Konzept wurde sich an Eigenschaften
einer idealen Metrik orientiert. Eine mittels Java und OpenCV umgesetzte prototypische Imple-
mentierung dieser Metrik wurde an das SIMaSu-System angebunden, um weiterführende Evalua-
tionen zu ermöglichen.

In den anschlieÿenden drei Evaluationen wurden elf verschiedene Ähnlichkeitsmetriken hinsicht-
lich ihrer Laufzeit bei unterschiedlichen Bildgröÿen, Invarianz gegenüber Transformationen und
E�ektivität untersucht. Die Feature-basierten Verfahren zeigten im Durchschnitt die höchste
E�ektivität und Robustheit gegen Transformationen auf, benötigen dabei jedoch deutlich mehr
Zeit. Perceptual Hash-Technologien schnitten bzgl. E�ektivität und Invarianz schlechter ab, benö-
tigten jedoch nur einen Bruchteil der Berechnungszeit, verglichen mit den Feature-basierten
Ansätzen. Aus der Evaluation der E�ektivität resultierte je Metrik eine Entscheidungshilfe,
welche die Wahl eines geeigneten Grenzwertes für die Klassi�kation unterstützt. Besteht ein
Anwendungsfall, in dem bestimmte Bildtransformationen (z. B. Spiegelung und platzierte Wasser-
zeichen) sehr häu�g im Datensatz vorkommen, sollten Verfahren gewählt werden, die invariant
gegen diese Transformationen sind. Das Ergebnis des Invarianz-Experiments unterstützt eine
entsprechende Entscheidung für oder gegen die Wahl eines Verfahrens.

Nach Bearbeitung der Masterarbeit kristallisierten sich weitere lohnende Ansatzpunkte für zukünf-
tige Forschungsprojekte heraus. Neben dem hier konzipierten Deduplikationssystem sollte auch
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die Erweiterung einer bestehenden Anwendung, wie bspw. das Framework FAMER der Univer-
sität Leipzig, zur Unterstützung von Bilddaten als Eingabe-Entitäten in Betracht gezogen werden.
Da eine geeignete Kombination mehrerer Ähnlichkeitsmaÿe in dieser Arbeit nicht evaluiert wurde,
stellt dies ebenfalls ein noch ausstehendes Forschungsthema dar. Bezogen auf die Feature-basierten
Technologien, existieren neben dem Ratio-Test zur Selektion eindeutiger Tre�er noch weitere
Ansätze, deren Auswirkungen auf die E�ektivität von Interesse wären. Auch die Veränderung
des für den Ratio-Test notwendigen Grenzwertes stellt einen Ein�ussfaktor der E�ektivität dar
und sollte in zukünftigen Evaluationen beachtet werden.

Eine allgemeingültige Lösung aller de�nierten Problemstellungen, die sich aus der Deduplikation
groÿer Mengen von Bildern ergeben, existiert derzeit nicht. Die Wahl einer Ähnlichkeitsmetrik,
bzw. der Kombination mehrerer Metriken, hängt von dem jeweiligen Anwendungsfall und dessen
Anforderungen, sowie den Eigenschaften der Bilder des zu untersuchenden Datensatzes ab. In
der Gesamtheit zeigt diese Masterarbeit Stärken und Schwächen einzelner Lösungsansätze und
bietet neben einen Einblick in diese Thematik, auch ein Konzept für ein skalierbares bildbasiertes
Deduplikationssystem.
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A Anhang

A. Anhang

A.1. CD

Auf der CD be�nden sich das PHP-Projekt des SIMaSu-Prototypen sowie das Java-Projekt der
Feature-basierten Ähnlichkeitsmetrik als Quellcode und ausführbares Java-Archiv (jar).
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A.2. Diagramme
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Abbildung 23: E�ektivitätsmaÿe der ResizePixelCompare-Metrik (RPC)
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Abbildung 24: E�ektivitätsmaÿe der pHash-Metrik der Anwendung ImageMagick (ICP)
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Abbildung 25: E�ektivitätsmaÿe der pHash-Metrik von Jenssegers (JPH)
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Abbildung 26: E�ektivitätsmaÿe der aHash-Metrik von Jenssegers (JAH)
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Abbildung 27: E�ektivitätsmaÿe der dHash-Metrik von Jenssegers (JDH)
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Abbildung 28: E�ektivitätsmaÿe der Feature-basierten Metrik SIFT mit FLANN-Matching
(SIF)
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Abbildung 29: E�ektivitätsmaÿe der Feature-basierten Metrik SURF mit FLANN-Matching
(SUF)
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Abbildung 30: E�ektivitätsmaÿe der Feature-basierten Metrik SURF mit Bruteforce-Matching
(SUB)
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Abbildung 31: E�ektivitätsmaÿe der Feature-basierten Metrik ORB
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